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Resumo

A mineracao de dados tem se tornado um importante fator estratégico dentro do ambi-
ente empresarial, uma vez que permite que informacgoes nao triviais sejam identificadas
de forma a alavancar os negdcios ou mesmo promover inovacoes de produtos e servigos.
A classificacdo de dados é um dos mais importantes, e recorrentes, tépicos encontrados
na mineracao de dados e neste contexto, o seguinte trabalho tem por objetivo propor
um algoritmo multiobjetivo baseado em PSO para classificacao de dados por meio de
extracao de regras. Nesta abordagem, cada particula (solugdo candidata) representa uma
regra SE-ENTAO, que é convertida em um predicado légico na construcdo de uma ope-
racao de selecao na linguagem SQL para avaliacdo de desempenho do algoritmo. Durante
a realizacdo de experimentos computacionais, foi observado que a abordagem proposta
se mostrou competitiva, com resultados promissores quando comparados a outros méto-
dos de classificacao classicos, reconhecidos na literatura, destacando-se especialmente em

bases de dados desabalanceadas.

Palavras-chave: Otimizacao por Enxame de Particulas, Inteligéncia de Enxames, Abor-

dagem Multiobjetivo, Extracao de Regras e Classificacao de Dados.



Abstract

Data mining has become an important strategic factor in the business environment as
it enables non-trivial information to be identified in order to leverage business or even
promote product and service innovations. The data classification is one of the most im-
portant, and recurring, topics found in data mining and in this context, the following
work aims to propose a multiobjective algorithm based on PSO for data classification th-
rough rule extraction. In this approach, each particle (candidate solution) represents an
[F-THEN rule, which is converted into a logical predicate in the construction of a selec-
tion operation in the SQL language for performance evaluation of the algorithm. During
the computational experiments, it was observed that the proposed approach was com-
petitive, with promising results when compared to other classic classification methods,

recognized in the literature, especially in unbalanced datasets.

Palavras-chave: Particle Swarm Optimization, Swarm Intelligence, Multi-objective Ap-

proach, Rule Mining and Data Classification.
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1 Introducao

A classificacao de dados tem-se firmado cada vez mais como um dos tépicos mais
relevantes dentro da area de mineragdo de dados. Atualmente, diversos métodos sao
utilizados na tarefa de classificagdo de dados tais como Arvores de Decisao, as Redes

Neurais Artificiais, os Algoritmos Evolucionarios, dentre outros.

A Otimizacao por Enxame de Particulas (PSO, do inglés Particle Swarm Optimi-
zation) é um destes métodos que vem recebendo reconhecimento dentro da area cientifica
devido a sua eficiéncia e custo-beneficio quando comparados a outros métodos computa-
cionais encotrados na literatura. Dessa forma, nada mais natural que tentar transportar

sua eficacia para a area de mineracao de dados.

Com o intuito de tentar otimizar o desempenho do PSO proposto foram introdu-
zidos um método de geracao do enxame inicial e mecanismos de busca local Pareto para

refinamento das solugoes encontradas.

Foram realizados experimentos em 07 (sete) bases de dados variadas, sendo com-
parados os resultados obtidos do PSO proposto com outros algoritmos classicos, imple-
mentados pela ferramenta de mineracao de dados WEKA (Waikato Environment for
Knowledge Analysis)'. Ao final, analises estatisticas foram realizadas para comparagio

de desempenho com cada método utilizado em relacao as bases de dados selecionadas.

1.1 Publicacoes

Prates, T. S.; Mendes, J. B.; D‘Angelo M. F. S. V.; Lacerda, A. S.; Maia, R.
D.; Rodrigues, R. V. Proposta de PSO multiobjetivo para classificacao de dados. In: XI.X

Encontro Nacional de Modelagem Computacional e VII Encontro de Ciéncia e Tecnologia
de Materiais, 2016, Joao Pessoa-PB.

1.2 Objetivos do Trabalho

O principal objetivo deste trabalho é propor um algoritmo multiobjetivo baseado

em PSO para classificagdo de dados por meio de extracao de regras de classificagao.

Os objetivos especificos sao listados a seguir:

L Disponfvel em: http://www.cs.waikato.ac.nz/ml/weka/. Acesso em Marco de 2016.
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e Analisar o problema de classificacao de dados na ética da Computacao Evoluciona-

ria;

e Estudar Algoritmos Evolucionarios Multiobjetivo destinados a problemas de clas-

sificacao de dados;

e Identificar os principais trabalhos na literatura que tratam do problema de classifi-

cagdo de dados utilizando o PSO;

e Desenvolver um algoritmo multiobjetivo para classificacao de dados baseado em
PSO;

e Estudar técnicas de busca local do tipo Pareto Local Search (PLS) para refinamento

das solugoes;
e Analisar os mecanismo de PLS para aplicacao no problema de classificacao de dados;

e Realizar comparacoes estatisticas entre o PSO proposto e outros métodos e técnicas

classicas encontradas na literatura.

1.3 Metodologia

Este trabalho tem o objetivo de proporcionar uma investigacao acerca da pro-
posta de um algoritmo multiobjetivo baseado em PSO para classificacao de dados. Dessa
maneira, consistiu basicamente na realizacao de pesquisas bibliograficas sobre o tema e

experimentagoes em laboratorio.

Para tanto, foram utilizados o software de mineracao de dados WEKA, na versao
3.6.6, que serviu de ferramenta de apoio para testes e analises posteriores. O WEKA é
uma colecao dos mais reconhecidos algoritmos e ferramentas computacionais encontrados
na literatura destinados a mineracao de dados. Foi desenvolvido pela Universidade de

Waikato na Nova Zelandia e escrito na linguagem de programacao Java sob os termos

GPL? (WITTEN; EIBEN, 2005).

O algoritmo proposto e o WEKA foram utilizados em conjunto com o banco de
dados PostgreSQL, uma vez que as bases de dados para testes foram portadas para este
Sistema de Gerenciamento de Banco de Dados (SGBD) com o objetivo de facilitar a

implementagao.

2 GNU General Public License
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Foram utilizadas 07 (sete) bases de dados para os experimentos. Sao as bases
Hepatitis e Wine do repositério UCI Machine Learning® em conjunto com as bases Di-
abetes, lonosphere e Unbalaced presentes, como bases de testes do WEKA. Também sao
utilizadas bases reais de andlise de concentragao de gases (DGA, Digital Gas Analysis)
em transformadores elétricos com o objetivo de classificar seu respectivo estado: Nor-
mal, Falha Elétrica e Falha Térmica, em duas versdes: uma (i) balanceada e outra (ii)

desbalanceada.

Com o intuito de subsidiar os resultados apresentados, foram também utilizadas
técnicas estatisticas por meio da linguagem R com a finalidade de expressar as devidas

analises e conclusoes.

1.4 Organizacao do Trabalho

Este trabalho ¢ organizado em 5 capitulos. No capitulo 1 é apresentado uma intro-
ducao acerca do trabalho, onde sao discutindos o tema e os objetivos, geral e especificos,

bem como a metodologia utilizada durante seu desenvolvimento.

Posteriormente, no capitulo 2 é realizada uma revisao bibliogréafica referente a ter-
minologia e principais conceitos relacionados ao PSO, bem como conceitos relativos ao
PSO destinado a ambientes combinatoriais. Conceitos importantes referentes a otimizacao
multiobjetivo, busca local Pareto e as areas de mineracao e classificacdo de dados utili-
zadas durante a implementacao sdo também tratados. Ao final do capitulo sao elencados

trabalhos encontrados que discutem o tema estudado.

No capitulo 3 é apresentado o algoritmo proposto (mDPSO), uma variante mul-
tiobjetivo baseada em PSO para classificacao de dados por meio de extragao de regras,

sendo pontuados funcionalidades e estratégias utilizadas durante sua implementagao.

O capitulo 4 apresenta os experimentos realizados, relacionando os resultados
obtidos pelo algoritmo proposto em comparagdo com outros 03 (trés) algoritmos, imple-

mentados pela ferramenta WEKA, para bases de dados previamente selecionadas.

Finalmente, no capitulo 5 sdo apresentadas as consideragoes finais, assim como

propostas para trabalhos futuros.

3 Disponivel em: http://archive.ics.uci.edu/ml/. Acesso em Margo de 2016.
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2 Fundamentacao Tedrica

Neste capitulo é apresentada a fundamentacao teodrica utilizada no desenvolvi-
mento do presente trabalho. Numa primeira etapa, sao apresentados os principais con-
ceitos relacionados a metaheuristica Particle Swarm Optimization (PSO) necessarios a

compreensao da abordagem proposta.

Posteriormente, conceitos e definicbes da area de otimizacdo multiobjetivo serao
apresentados, visto que o PSO proposto é um algoritmo multiobjetivo. Conceitos refe-
rentes a busca local Pareto também sao relacionados, pois sdo utilizados ao final de cada
iteragdo para implementacao da rotina de perturbacao das solugoes nao-dominadas do
PSO multiobjetivo.

Ao final do capitulo sdo relacionados os principais conceitos e defini¢oes referen-
tes as areas de mineracao e classificagao de dados, sendo elencados trabalhos relevantes

referentes ao tema abordado deste trabalho.

2.1 Particle Swarm Optimization

O PSO é uma metaheuristica relacionada a area dos Algoritmos Evolucionérios e

inspirada na dindmica da vida social de passaros e cardumes de peixes durante a busca
por alimentos (KENNEDY; EBERHART, 1995).

De acordo Cunha, Takahashi e Antunes (2014), a busca por alimentos efetuada de
maneira coordenada por sociedades de animais envolve a realizacao de buscas em espacos
de elevada dimensao, sobre fungoes que nao apenas sao de elevada complexidade, mas
que também exigem uma execuc¢ao continua de mecanismos de adaptacao. As solugoes
para tais problemas tratam-se de mecanismos bastante bem sucedidos, utilizadas pelos
atuais seres biologicos existentes no planeta, pois permitiram a essas espécies estar hoje
presentes apés bilhoes de anos. Por isso, acredita-se que ao emular tais processos, possa-
se transpostar o sucesso destes processos na construcdo de mecanismos computacionais

destinados a resolucao de problemas de alta complexidade.

Relacionada com os Algoritmos Evolucionarios encontra-se a subarea chamada de
Inteligéncia de Enxzame que inclui qualquer tentativa de construir algoritmos e técnicas
inspiradas no comportamento coletivo de colonias de insetos e outras sociedades animais.

Segundo Millonas (1993), cinco principios regem esses algoritmos:
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(i) Proximidade: Os agentes do enxame devem ser capazes de interagir, de modo a

formarem redes sociais.

(ii) Qualidade: Os agentes devem ser capazes de avaliar os seus comportamentos, isto

é, as suas interacoes com o ambiente e com os demais individuos;

(iii) Diversidade (de comportamentos): Esse principio permite ao sistema reagir a

situagoes desconhecidas ou inesperadas;

(iv) Estabilidade: Os agentes ndo devem alterar os seus comportamentos em resposta

a qualquer variacao ambiental;

(v) Adaptabilidade: Deve existir a capacidade de adaptagao as variagbes ambientais

e populacionais.

O termo “enxame” é utilizado de maneira genérica para se referir a qualquer cole-
¢ao estruturada de agentes capazes de interagir (ZUBEN; ATTUX, 2007). Alguns exem-
plos encontrados na literatura baseados em tais conceitos sao: a Otimizacao por Colonia
de Formigas (ACO, do inglés Ant Colony Optimization) (DORIGO; MANIEZZO; CO-
LORNTI, 1996), OptBees (Algoritmo Inspirado em Colonias de Abelhas para Otimizagao
em Espagos Continuos) (MAIA; CASTRO; CAMINHAS, 2012), Algoritmos Imunolégicos
(CASTRO; TIMMIS, 2002), entre outros.

Neste contexto, o PSO vem sendo reconhecido por sua eficéncia quando com-
parado a outros métodos e técnicas matematicas encontrados na literatura. Algumas
carecteristicas tornam o PSO particulamente interessante, como a utilizacao de um con-
ceito simples, ser de facil implementacao, tipo de memoéria inerente, poucos parametros
de controle e eficiéncia computacional quando comparado a outros métodos encontrados
na literatura (VALLE et al., 2008). Entre as areas de aplicagdo do PSO estao o design
de sistemas, classificacdo de dados, reconhecimento de padroes, modelagem de sistemas
bioldgicos, programagao (planejamento), processamento de sinais, jogos, aplica¢oes robo-
ticas, tomada de decisdo, simulacao e identificacao, para citar alguns (KENNEDY; SHI,
2001).

2.1.1 Descricao do PSO

O PSO utiliza um enxame de particulas para varrer o espago de busca na tentativa
de encontrar novas solugoes para resolucao do problema. Cada particula do enxame possui
dois componentes denominados pbest (personal best) e gbest (global best) onde ficam

registradas informagoes acerca das melhores posi¢oes (no espago de busca) encontradas
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por cada particula (ou enxame). Enquanto pbest identifica a melhor posigao obtida pela
propria particula, gbest determina a melhor posicao encontrada pelo enxame. Além disso,
cada particula estd associada a uma velocidade que determina a intensidade (tamanho)

do deslocamento da particula pelo espaco de busca.

O PSO, descrito no Algoritmo 1, funciona da seguinte forma:

1) Gera-se um conjunto inicial de particulas (ou solugoes candidatas);
2) Avalia-se a qualidade de cada particula;

3) Atualiza, caso necessario, os valores de pbest e gbest das particulas;
4) Atualiza a velocidade de cada particula, de acordo com a Eq. 2.1;
5) Atualiza as posi¢oes das particulas de acordo com a Eq. 2.2;

6) Volte ao passo 2 caso o critério de parada nao seja atingido;

Algoritmo 1 Algoritmo PSO
1: Inicializa uma populacao de particulas com velocidades e posicoes aleatorias
2: enquanto critério de parada nao atingido faga
3: para cada particula ¢ faca

4: Avaliar o fitness f(X;) da particula;

5: se f(X;) < f(pbest;) entao

6: pbest; < X;;

7: fim se

8: se f(X;) < f(gbest;) entao

9: gbest; < X;;
10: fim se
11: Atualizar a velocidade da particula i a partir da Eq. 2.1;
12: Atualizar a posicao da particula ¢ a partir da Eq. 2.2;
13: fim para

14: fim enquanto

Para varredura do espaco de busca, a velocidade e a posicao de cada particula ¢
sao atualizadas em cada iteracao do algoritmo. Primeiramente atualiza-se a velocidade da
particula, segundo a Eq. 2.1, e, posteriormente, a posicao da particula é calculada segundo
a Eq. 2.2. Esta operagao resulta numa nova particula que identifica uma nova posicao no
espago de busca. Conceitualmente, o gbest e pbest guiam o processo de convergéncia do

algoritmo PSO na busca por novas solugoes dentro do espaco de busca.

VI = w V! + cprand, . (pbestt — X!) 4 cy.rand,.(gbestt — XY) (2.1)
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X;H—l — th + V;-H—l (22)

Os termos ¢y e ¢y representam as tazas de aprendizagem do PSO. Ambos repre-
sentam, respectivamente, os componentes dos fatores cognitivo e social da particula e
determinam o quanto a particula ira utilizar de sua memoria e do conhecimento de todo
o enxame na geracao de novas solugoes. rand; e rands sao valores aleatérios no intervalo
[0, 1] que atribuem aleatoriedade ao processo de deslocamento da particula com objetivo
principal de evitar que a particula fique “presa” em um 6timo local. As varidveis V' e X!
correspondem a velocidade e posicao, respectivamente, associada a i-ésima particula no

momento t.

A Figura 2.1.1 ilustra geometricamente o processo de atualizagdo da posigao/ve-

locidade de uma particula pelo algoritmo PSO.

pbest

Figura 1 — Atualizacao da posigdo da particula no PSO

A constante w (ponderagio de inércia) tem por objetivo servir como um meca-
nismo para controlar as capacidades de diversificacao e intensificacdo das novas particulas
geradas pelo algoritmo. Basicamente, a ponderacao de inércia atribui o quanto da dire¢ao

de v6o anterior ird influenciar na nova velocidade da particula numa proxima iteracao do

PSO (RINI; SHAMSUDDIN; YUHANIZ, 2011).

2.1.2 Representacao da Particula

A representagao de uma particula i e de dimensao D no PSO é, originalmente,
codificada como um vetor ntmerico (X' = [zt 2%, 2%, ..., 2%]) que representa a posi¢ao
(no espago de busca) da particula X' no instante (interagdo) ¢. Associado a esse vetor
posigao, tem-se o vetor velocidade V' = [vt, vl v, ..., v})] da particula no instante ¢ que é

frequentemente ajustado em cada iteracao do algoritmo.
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2.1.3 PSO Combinatorial

Devido a sua esséncia originalmente continua, o PSO é normalmente relacionado a
problemas continuos (KENNEDY; EBERHART, 1997). Segundo Rosendo e Pozo (2010),
ainda existem poucas aplicacoes de PSO destinadas a problemas discretos, dado, em

grande parte, a sua natureza inicial continua.

Contudo, em razao do bom desempenho apresentado pelo algoritmo PSO na re-
solugdo de problemas de otimizacao de natureza continua, intensificaram as pesquisas

relacionadas a aplicagao deste algoritmo na resolugdo de problemas de natureza combi-

natorial (WANG; ZHANG, 2011).

A primeira abordagem embasada no PSO para dominios discretos, chamada de
DPSO (Discrete Particle Swarm Optimization), foi proposta por Kennedy e Eberhart
(1997) e apresenta estrutura bastante similar & versao original do PSO. Diferentemente
do PSO original, o DPSO nunca alcangou o mesmo sucesso do PSO (HOFFMANN et al.,
2011).

Nesta abordagem a velocidade da particula continua sendo representada de forma
continua. Por outro lado, a codificacdo da “posicao” adota uma representagao binaria,
cujo valor da i-ésima dimensao da particula na iteracao t + 1, ¢ determinada através da

Eq. 2.3. A Eq. 2.4 representa uma funcao sigmoidal.

1, serand > S(V!Hh);
Xt = (2.3)

2

0, senao.

1

S(z) = 14+e®

(2.4)

Segundo Wang e Tang (2011), as aplicagoes envolvendo algoritmo PSO para pro-

blemas de natureza combinatorial dividem-se nas seguintes categorias:

e Baseado em representacao binaria: inspirada pelo trabalho de Kennedy e
Eberhart (1997). Utiliza a representacao binéria na codificagdo da posigao da par-

ticula;

e Baseada em permutacao: geralmente as particulas sao representadas por uma
sequéncia ordenada de simbolos. Neste modelo, a operacao de troca de posigoes é

implementada pelo PSO para geracao de novas solugoes candidatas.
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Alguns trabalhos que envolvem a aplicagdo do algoritmo PSO em problemas de
classificagao de dados estao relacionados na se¢ao 2.5. Normalmente, os autores adotaram
a representacao bindria na implementacao do seu algoritmo, diferentemente da represen-
tacao desenvolvida neste trabalho que segue a representacao baseada em permutacao, de

acordo com a formulagdo proposta por Pan et al. (2008).

2.1.3.1 PSO Baseado em Permutacdo

No contexto de PSOs baseados em permutagdo, Pan et al. (2008) propéem uma
nova abordagem de PSO. Nesta abordagem, o processo de atualizacdo da posicao da

particula, descrito pela férmula da Eq. 2.5, envolve os seguintes componentes:

)

X! =, @ F3(c; @ Fy(w @ Fy(X[Y), pbesti™), gbest'™) (2.5)
N— ————
A

e O primeiro componente A = w® Fy (X! !) representa a velocidade da particula.
F representa um mecanismo de busca local que ocorre segundo uma probabilidade
r1. Deste modo, seja r; um ntmero aleatério gerado no intervalo de [0, 1], se r; for

menor que w, entdo A = F1(X}/™!). Caso contrario, A = X/ !;

e O segundo componente § = ¢; ® (A, pbest:™") compreende o “termo cognitivo”
do PSO original. F, representa um operador de recombinacao (crossover) com pro-
babilidade de ocorrer a partir de um valor aleatério ro € [0, 1]. Assim, caso ry seja
menor que o pardmetro ¢;, entdo § = ¢; @ Fy(\, pbest'™!). Caso contrario, § = \. E
importante mencionar que A e pbest: ™ correspondem as solucdes pais da operacao

de recombinagao;

e O terceiro componente X! = ¢, ® F5(d, gbest'™') compreende o “termo social” do
PSO. F3 representa um operador de recombinagiao em que 8! e gbest'™! representam
as solugoes pais. Assim, se um ntmero aleatério r3 for menor que o parametro co,
entdo X! = ¢y ® F3(0, gbest'™!). Caso contririo, X! = 4.

Onde X e § sao particulas temporarias utilizadas para simplificar o processo de
atualizacao de cada particula do enxame e w, ¢; e ¢y sdo parametros definidos no intervalo

0, 1].

O mecanismo de Pan et al. (2008), implementado pelo PSO proposto neste tra-
balho e detalhado na secao 3.7, utiliza uma abordagem semelhante a formulagao descrita
pela Eq. 2.5. Adaptacoes foram necessarias para aplicagdo do PSO no problema estudado

neste trabalho.
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2.1.4 Geracao da Populacao Inicial

Geralmente, as populagoes iniciais dos algoritmos evolucionérios sdo construidas
a partir da geragao aleatéria dos individuos (solugoes candidatas) de maneira a constituir
uma amostra representativa do espago de busca. Entretanto, conforme afirmam Haubelt,
Gamenik e Teich (2005), despender um esforco inicial na implementagao de heuristicas
para construcao das solugoes iniciais de uma populagao pode auxiliar os algoritmos a

convergirem mais rapidamente.

Diante deste fato, o PSO proposto neste trabalho também implementa uma es-
tratégia para construcao do enxame inicial com o objetivo de auxiliar na convergéncia do
algoritmo. A se¢ao 3.5 descreve a rotina de geracao do enxame inicial implementada pelo

PSO proposto neste trabalho.

2.1.5 Técnicas de Nicho

A aplicacao de técnicas de nicho pelos algoritmos populacionais consiste na divisao
da populagdo de solugoes candidatas em diversas subpopulagoes (nichos). No contexto
de problemas de classificagao de dados, esta divisao da populagao em nichos ocorre de
maneira que cada subpopulagdo (nicho) identifique as melhores regras de classificagdo
de determinada classe da base de dados. Especificamente para este tipo de problema, o

numero de nichos é sempre igual ao nimero de classes.

Segundo Pereira et al. (2014), técnicas de nicho sdo uma funcionalidade impor-
tante, pois permitem ao algoritmo obter, simultaneamente, boas regras para as diversas
classes do problema, em uma unica execucao. Além disso, o custo computacional total
¢é reduzido em comparacao com execugoes miultiplas de uma versao do algoritmo que

implemente uma populacgao de solugoes candidatas que descrevem uma tnica classe.

2.2 Otimizacao Multiobjetivo

De acordo Cunha, Takahashi e Antunes (2014), muitos problemas encontrados
na natureza sado modelados como sendo de multiplos objetivos e neste sentido, diver-
sos esforcos tém sido empregados na construcao de versdes multiobjetivo de Algoritmos

Evolucionarios para resolucoes de tais problemas.

Normalmente, em problemas multiobjetivo nao existe somente uma solugao para
o problema, mas sim um conjunto de solugoes. Elas relacionam os “trade-off’ entre os
varios objetivos, e portanto, necessitam da utilizacao de uma noc¢ao de otimalidade para

identificacao destes conjuntos de solugoes.
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Por isso, para problemas multiobjetivo é comum a utilizagdo do conceito de otima-
lidade proposto por Francis Ysidro Edgeworth (em 1881) para comparacao das solugdes
do problema. Este conceito difundido, posteriormente, por Vilfredo Pareto (em 1896),
é denominado de FEdgeworth-Pareto dtimo ou, simplesmente, Pareto étimo (COELLO-
COELLO, 2006). Neste trabalho, é utilizado pelo PSO proposto na identifi¢do das solu-

¢oes consideradas otimas para o problema de classificagao de dados.

Frequentemente, os problemas multiobjetivo se caracterizam pela maximizacao
(ou minimizagao) de um vetor de objetivos, sendo descrito por um modelo matematico

conforme apresentado na formulacao 2.6:

Maximizar/Minimizar F(x) = [fi(x), fa(2), ..., fm(2)] (2.6)

Sujeito a = € Q (2.7)

Tal que €2 é o espaco de decisoes. Sejam u = (u1, Usg, ..., Up,) € V = (V1, Vg, ..., Uy,) tal
que u,v € R™. Diz-se que u domina v, ou u < v, se Vu; < v; (problema de minimizagao),
para todo 2 = 1,2,...,m, e 4 u; < v;, respeitando, se existir, as restricoes do problema.
Quando u nao domina e nem é dominado por v, diz-se que ambos u e v nao possuem

relagdo de dominéancia entre si ou sdo incomparaveis.

Baseado no conceito de relacao de dominancia apresentado é possivel aplicar a
condicdo de otimalidade em problemas de otimizacao multiobjetivo. Com isso, a regiao
de solugoes viaveis S, tal que uma solucao x € S, é identificada como Pareto-dtima ou

nao-dominada, se e somente se, nao existir outra solugao =’ € S tal que:

F(z) < F(z") (2.8)

Logo, um Conjunto Pareto-Otimo P é definido por:

P={reS P eS| Fa)<F)} (2.9)

Quando mapeadas no espago dos objetivos, as solugoes Pareto-otimas sao chama-
das de Fronteira Pareto, PF. Ou seja:

PF={u=F(x)|zeP} (2.10)

A tarefa de encontrar a fronteira Pareto exata de um problema de otimizac¢ao mul-

tiobjetivo pode ser dificil. Dessa maneira, sdo aceitaveis aproximacoes de uma fronteira
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Pareto encontradas dentro de um intervalo limitado de processamento computacional
(COELLO-COELLO, 2006). Tais solugoes devem estar o mais préximo da fronteira Pa-

reto real com a maior diversidade possivel de amostras.

A otimizagao multiobjetivo é uma importante area de pesquisa para cientistas e
engenheiros. Técnicas tradicionais de otimizacao, tais como métodos baseados em gradi-
entes, sao dificeis, sendo impossiveis, de serem utilizados em verdadeiros problemas de
otimizagdo multiobjetivo. Devido a isso, abordagens evoluciondarias tém sido desenvolvi-
das para serem aplicadas na resolugao de problemas de otimiza¢ao multiobjetivo (HU;
EBERHEART; SHI, 2003).

A classificacao de dados por meio de extracao de regras, tema deste trabalho, é for-
mulada como um problema de otimizac¢ao. Conforme afirma Liu et al. (2004), problemas
de otimizac¢ao multiobjetivo podem ser reduzidos a problemas de classificacao de dados,
cujo objetivo principal é encontrar regras de classificagdo com alta precisao, generalizagao

€ compreensao.

2.2.1 PSO Multiobjetivo

A relativa simplicidade do PSO, em conjunto com suas técnicas de compartilha-
mento de informacao, tornaram-o um candidato natural para desenvolvimento de uma va-
riante do PSO para aplicagao em problemas de natureza multiobjetivo (MISHRA, 2016).
Entretanto, apesar do PSO se mostrar particularmente adequado a abordagem multiob-
jetivo, devido ao seu poder de convergéncia para problemas mono-objetivo (COELLO-
COELLO; PULIDO; LECHUGA, 2004), parece que ainda nao ha um consenso acerca da
melhor forma de representacdo dos componentes gbest e pbest no contexto multiobjetivo

(REDDY; KUMAR, 2007).

Cabe ressaltar que, na versao mono-objetivo do PSO, os componentes pbest e gbest
representam uma solugdo somente. Porém, no contexto da otimizagao multiobjetivo, a
representacao de pbest e gbest ¢ uma questao a ser analisada, visto que tais componentes

passam a se comportar como um repositorio, contendo intimeras solugoes nao-dominadas.

2.3 Busca Local Pareto

Os mecanismos de busca local sdo conhecidos pela sua eficiéncia em varias situa-
¢oOes praticas, especialmente em problemas combinatérios complexos (BASSEUR; BURKE,
2007). A introdugao destes mecanismos em algoritmos multiobjetivo é relativamente co-

mum uma vez que eles possibilitam a esses algoritmos convergirem mais rapidamente e
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com mais precisdo em diregao a fronteira Pareto (MENDES, 2013).

Normalmente, estes mecanismos tentam aprimorar, iterativamente, uma solugao s
através de sucessivas substitui¢oes da solugao corrente por uma solugdo melhor (solugao
mutante) encontrada na vizinhanga da solugdo s. A vizinhanga de uma solugao s, repre-
sentada por N (s), compreende ao conjunto de solugdes (chamados vizinhos) que podem
ser alcangados a partir de s através de modificagoes ou perturbagoes (operagdes de move)
na solucao corrente s (ZACHARIADIS; KIRANOUDIS, 2010).

Os algoritmos de busca local Pareto (PLS, Pareto Local Search) sdo técnicas de
busca local nas vizinhancas de uma solugao para resolucao de problemas de otimizagao
combinatorial multiobjetivo. As PLSs aplicam uma estratégia de exploragao iterativa
em um conjunto de solugoes, objetivando obter consequentemente novas solugoes nao-
dominadas, a partir de pesquisas nas vizinhangas de cada solugao do conjunto (DRUGAN;
THIERENS, 2012).

Os métodos de busca local Pareto propostos por Drugan e Thierens (2012) sao
descritos nas secoes seguintes e tém em comum os seguintes parametros: uma solugao
inicial s, um conjunto de solugoes nao-dominadas A e uma fungdo multiobjetivo F(z) =
[fi(z), fo(x), ..., fm(x)]. Ao final da execucao de cada método, é retornado o conjunto de

solu¢oes nao-dominadas A’.

2.3.1 Best Pareto Improvement - BPI

Descrito no Algoritmo 2, o Best Pareto Improvement (BPI) varre toda a vizinhanca
da solugao s. O conjunto de solugdes A’ contém as solugoes encontradas na vizinhanga

N (s) que dominam ou sdo incomparéveis com as solugoes do conjunto {s} U A.

O parametro visited identifica se a vizinhanca de determinada solucao ja foi exami-
nada anteriormente pelo método (visited = TRUE) ou nao (visited = FALSE). O atributo

visited de cada solucgao ¢ inicializado com valor FALSE.

Algoritmo 2 Best Pareto Improvement

Entrada: s - Solucao inicial; A - Conjunto Pareto de entrada.

A {s}UA;

. para s’ € N(s) faga

seVs" € A f(s') < f(s")V f(s) || f(s”) entao // || - ndo h4 relagao de dominancia
s’ wisited < FALSE;
A"+ merge(A', {s'});

fim se

: fim para

: A+ A\ ({s}UA);

: devolve A’;
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A fungao merge (linha 4) agrupa os dois conjuntos Pareto em um novo conjunto
Pareto, removendo as solu¢des dominadas do conjunto resultante. No método BPI, as
buscas na vizinhanca de uma solugdo s envolvem todas as solu¢oes do conjunto A" que
nao tenham sido visitadas (visited = FALSE).

2.3.2 First Pareto Improvement - FPI

Descrito no Algoritmo 3, o processo de busca na vizinhanca pelo método First
Pareto Improvement (FPI) é finalizado quando a primeira solucao localizada em N (s)

que domina a solugado corrente s é encontrada.

Algoritmo 3 First Pareto Improvement

Entrada: s - Solucao inicial; A - Conjunto Pareto de entrada.
1A« {s} UA;
2: para s’ € N(s) faga
3: seVs" € A" f(s') < f(s")V f(s') || f(s") entao

4: s’ wisited < FALSE;

5: A" merge(A’,{s'});
6: se f(s') < f(s) entao
7 A+ A\ ({s}UA);
8: devolve A,

9: fim se

10: fim se

11: fim para
122 A+ A"\ ({s}UA);
13: devolve A’;

2.3.3 Neutral Pareto Improvement - NPI

O método Neutral Pareto Improvement (NPI), apresentado pelo Algoritmo 4, in-
terrompe a busca na vizinhancga da solugao s quando um vizinho que nao é dominado nem

pela solugao corrente s e tampouco por nenhuma solucao do conjunto A é identificado.
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Algoritmo 4 Neutral Pareto Improvement

Entrada: s - Solugao inicial; A - Conjunto Pareto de entrada.
1. A"+ {s} UA4,;
2: para s’ € N(s) faga
3: seVs" € A", f(s') < f(s")V f(s) || f(s") entao

4: s'.wisited < FALSE;
5: A"+ merge(A’,{s'});
6: A+ A\ ({s}UA);
7: devolve A’;

8: fim se

9: fim para
10: devolve 0;

2.4 Mineracdo de Dados

Os avancos da tecnologia tém produzido uma abundancia de dados. Logo, em-
pregar métodos e técnicas capazes de analisar e extrair conhecimento de bases de dados
tem se tornado um fator importante a tomada de decisoes. De acordo com Fayyad et
al. (1996b), por meio de KDD (Knowledge Discovery in Database)', é possivel extrair
informagoes implicitas, nao triviais, previamente desconhecidas e potencialmente tteis
em um banco de dados, que muitas vezes sao inutilizadas ou pouco aproveitados dentro

do ambiente de trabalho.

A mineragio de dados (data mining) é uma fase dentro do processo de KDD e
consiste basicamente na aplicacdo de algoritmos que, sob aceitavel eficiéncia computa-
cional, possam contribuir no reconhecimento de padroes, ou modelos, acerca dos dados
estudados (FAYYAD et al., 1996a).

Nos dias de hoje, a mineragao de dados tem despertado a atencao de diversos
estudiosos, sendo citada pelos mesmos como um elemento fundamental em pesquisas
relacionadas a area estratégica industrial, j4 que permite extrair informacoes que alavan-
quem seus negdcios bem como a descoberta de novas oportunidades de inovagao (CHEN;
HAN; YU, 1996).

O termo mineragao de dados foi cunhado em alusao ao processo de mineragao, isto
é, o processo de extracao de minerais preciosos, que pode ser compreendido da seguinte
maneira: explora-se uma base de dados (mina) usando algoritmos (ferramentas) para a
obtencao de conhecimento (minerais preciosos) (CASTRO; FERRARI, 2016).

Diversas tentativas tém sido utilizadas na aplicagao de algoritmos evoluciona-

1 Traducdo: Descoberta de conhecimento em banco de dados
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rios para a realizacdo das tarefas de mineracdo de dados. Neste contexto, o PSO se
apresenta como uma ferramenta promissora na aplicagdo em problemas de mineracao
de dados devido a sua facilidade de implementacao e poucos parametros a serem ajusta-
dos (WANG; SUN; ZHANG, 2007), sendo considerado um método robusto a resolugao de
problemas nao-lineares, nao-integraveis, multimodais e de alta dimensionalidade (KROH-

LING, 2004).

2.4.1 Classificacao de Dados

Classificar um objeto significa atribuir um rétulo, chamado classe, de acordo com
a categoria a qual ele pertence. Para que isso seja possivel, um algoritmo ou método é
utilizado na construgdo de um modelo de classificacdo - também chamado de classifica-
dor. Existe uma variedade de algoritmos destinados a tarefa de classificacao de dados na
literatura, como por exemplo as Arvores de Decisio, as Rede Neurais Artificiais, Mdquina
de Vetores Suporte, Algoritmos Evoluciondrios, etc, cujas aplicagdes incluem a identifi-
cacao de spams, atribuicao de crédito e detecgao de fraudes, além de outras (CASTRO;
FERRARI, 2016).

A extragao de regras (do inglés rule mining ou rule discovery) é um método dentro
da classificacio de dados que busca encontrar um conjunto de regras SE-ENTAQO para
classificar, de forma mais “natural”, uma base de dados. Conforme explica Pereira (2012),
a extracao de regras é um tépico recorrente na mineracao de dados, segundo Hassani e

Lee (2013), caracterizado por ser um problema NP-Completo.

Cabe observar que a obtencao de regras com alto grau de precisdo na etapa de
treinamento nao é garantia de que o mesmo sucesso seja obtido na fase de testes. Isso
ocorre pelo fato de que regras muito adaptadas a um determinado conjunto de dados
tendem a ser ineficientes na classificacio de novos dados (overfitting)?, sendo incapazes
de promover a generalizagao (PEREIRA; JUNIOR; VASCONCELOS, 2010).

Deste modo, buscar um conjunto de regras que seja o mais simples (com menor
nimero de termos) também é um objetivo normalmente explorado por alguns algoritmos
que abordam o problema de classificagao de dados (Pereira et al. (2014), Liu et al. (2004),
Sousa, Silva e Neves (2004), etc).

A Figura 2 ilustra as diversas etapas presentes no processo de classificacao de
dados através de conjunto de regras SE-ENTAO:

(i) Fase de coleta de dados;

2 Traducdo: Sobregeneralizacio
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(ii) Extracao das regras de classificagdo que ocorre durante a fase de treinamento;
(iii) Construcao do modelo de classificagao;

(iv) Classificagdo de novas amostras que ocorre na fase de testes.

-
’ ~ -
SE condigido ENTAQ classe = ‘A’

- ” \
U Extragio 1
Banco [ e SE condicio ENTAO classe = ‘B’
de ! !

dad \ regras 7 SE condigio ENTAO elasse = ©..."
ados ~ /

N =

1(11

(M) (ii) (iii) (iv)

Figura 2 — Etapas que compdem a classificagdo de dados através de um conjunto de regras
SE-ENTAO.

Abordagens nao-baseadas em extracdo de regras SE-ENTAO apesar de represen-
tarem o conhecimento descoberto, funcionam como modelos de “caixa preta” e tendem a
apresentar baixa compreensao, mesmo possuindo elevados niveis de precisao. Sao exem-
plos de métodos de classificacdo nao-baseados em regras: Mdaquinas de Suporte Vetorial
e Redes Neurais Artificiais, que mesmo apesar de apresentarem niveis de previsdo con-
siderados 6timos, sao de dificil compreensdao (HASSANI; LEE, 2013). Por outro lado,
abordagens baseadas em regras SE-ENTAO sdo mais intuitivas, ja que tendem a benefi-
ciar a representacao simbolica do conhecimento, facilitando a sua compreensao por parte
dos usudrios (WANG; SUN; ZHANG, 2007).

Uma regra SE-ENTAO é composta basicamente por dois componentes: os antece-
dentes (ou restrigoes) e os consequentes (a classe predita), conforme ilustrado no esquema

da Figura 3.

antecedentes consequente
.

P ~ - e
SE termo, E termoy, E --- E termoy ENTAQO classe

Figura 3 — Estrutura das regras SE-ENTAO.

Os antecedentes sao um conjunto de termos, em que cada termo é descrito por uma

triade com a seguinte estrutura: <atributo, operador, valor numérico ou outro atributo>,
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conectados por conectores légicos E (AND), formando consequentemente uma série de
restrigoes (condigoes) que devem ser atendidas. O consequente é posicionado apés a clau-
sula ENTAO da regra e define a classe que é predita pela regra. Em resumo, se os dados
da base satisfazem os antecedentes, entao estes sao identificados com a classe associada

a regra.

Para Freitas (2003) ha duas abordagens para representacao das regras pelos algo-

ritmos evolucionarios propostos para problemas de classificagdo de dados:

e Abordagem Pittsburgh: O individuo representa um conjunto de regras. Esta
representacao possui maior dificuldade de formulagao e implementagao pelos algo-

ritmos;

e Abordagem Michigan: Cada individuo representa uma tnica regra. Esta repre-
sentacao é mais facil de implementar e tende a reduzir o tempo de calculo da aptidao
(fitness) do individuo.

Normalmente, os algoritmos para problemas de classificacao de dados raramente
utilizam a abordagem Pittsburgh. De acordo Cervantes, Galvain e Isasi (2005), a abor-
dagem Michigan apresenta certas vantagens em relagao a abordagem Pittsburgh, como:
(i) capacidade de fornecer boas solugdes com um nimero menor de avaliagoes da fungao-

objetivo e (ii) maior flexibilidade na representagao das regras de classificacao.

A classificacao de dados por meio de extracao de regras estudada neste trabalho é
modelada como um problema de otimizagao biobjetivo em que se busca maximizar a efe-
tividade das regras extraidas ao mesmo tempo em que se tenta minimizar a complexidade
das regras (tamanho), uma vez que regras menores sao mais simples de serem entendidas
e tendem a evitar o overfitting (PEREIRA, 2012).

2.4.2 Avaliacdo da Classificacao de Dados

Entende-se como “qualidade” de uma regra a capacidade em classificar correta-
mente o maior niimero de padroes (ou registros) de um banco de dados. Existem diversas
formas de se medir a qualidade de uma regra de classificagdo, sendo que as mais comuns
se baseiam em célculos realizados a partir dos coeficientes da matriz de confusao (Ver

Tabela 1) (PEREIRA, 2012).

Os coeficientes presentes na matriz permitem o calculo de importantes métricas

para averiguar o desempenho dos classificadores. Sao exemplos: a acurdcia (Eq. 2.11),
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Classif.
Positivo Negativo
Real
Positivo Verdadeiro Positivo (VP) | Falso Negativo (FN)
Negativo Falso Positivo (FP) Verdadeiro Negativo (VN)

Tabela 1 — Matriz de confusao

sensibilidade (Eq. 2.12) e especificidade (Eq. 2.13), dentre outras:

. VP+VN
Acurécia = VPT FN L FPLVN (2.11)
o VP
S@ns@bllld(lde == m (212)
e VN
Especificidade = VNLEP (2.13)

Onde:

e Verdadeiros positivos (VP): total de registros (ou tuplas) recuperados do banco
de dados utilizando a regra codificada nas quais os respectivos registros coincidem

com a classe predita;

e Falsos positivos (FP): total de registros recuperados pela regra e que nao pertecem

a classe predita;

e Verdadeiros negativos (VN): total de registros que nao sao cobertas pela regra

e que nao pertenca a classe;

e Falsos negativos (FN): total de registros que nao foram obtidas pela regra, mas

que pertencem a classe predita.

2.5 Trabalhos Relacionados

A tarefa de classificacdo de dados pode ser realizada por meio de diversas aborda-
gens. A seguir sao apresentados trabalhos relevantes encontrados no contexto de classifi-
cacao de dados por meio de PSO que serviram de referéncia para desenvolvimento desse
trabalho.
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Sousa, Silva e Neves (2004) apresentam um estudo acerca de uma variante do
PSO destinada & classificacdo de dados por meio da extracio de regras SE-ENTAO numa
abordagem mono-objetivo, sendo a aptidao das particulas avaliadas a partir do célculo
do produto da sensibilidade pela especificidade. E interessante notar que as particulas,
posteriormente a avaliacao de aptidao, passam por uma fase de encolhimento (prunning),
com o objetivo eliminar os atributos que nao contribuem para eficicia da regra. O trabalho
investiga as seguintes variantes do PSO: Discrete PSO (DPSO), Constricted PSO (CPSO)
e Linear Decreasing Weight PSO (LDWPSO).

Liu et al. (2004) apresentam um classificador baseado no PSO para classificacdo
de dados chamado de Rule Discovery with Particle Swarm Optimization (REPSO). Neste
classificador, cada particula representa uma tnica regra e, segundo os autores, tem a
vantagem de poder ser aplicada tanto em dados categoéricas como em dados continuos.
Durante os testes, foram utilizadas duas bases de dados do UCI repository of Machine
Learning: a base de dados Zoo, no qual todos os atributos sao categéricos e o conjunto de
dados Wine, no qual todos os atributos, exceto o atributo de classificacao, sao continuos.
As regras descobertas pelo algoritmo foram avaliadas pelo somatério da acuracia obtida
e pelo nimero de termos utilizado pela regra, sendo atribuidos “pesos” a cada um, na

avaliacdo da aptidao (fitness) da solugao.

Cervantes, Galvain e Isasi (2005) avaliam o desempenho de um PSO binério para
classificacao de dados utilizando as abordagens Pittsburgh e Michigan na codificacao das
particulas. O PSO proposto no trabalho apresenta as seguintes adaptagoes: (i) a adigao de
uma forga competitiva que repele uma particula de seu melhor vizinho e (ii) a utilizagao
de vizinhangas dinamicas baseadas num critério de proximidade. Os resultados obtidos
mostraram que a abordagem Michigan foi superior & abordagem Pittsburgh na maioria

das situagoes analisadas pelo artigo.

Zahiri e Seyedin (2007) propoem um classificador PSO inteligente chamado de
Intelligent Particle Swarm Classifier (IPS-classifier). Este classificador tenta encontrar
hiperplanos de decisao para determinacao das diferentes classes dentro do espago de busca.
Um controlador fuzzy foi também projetado para melhorar o desempenho e eficiéncia do
classificador proposto, adaptando os parametros de ponderagao de inércia e os fatores

cognitivo e social do PSO.

Wang e Zhang (2011) propoem um algoritmo mono-objetivo para classificacao de
dados e mineracao de regras utilizando o DPSO. As regras sao codificadas através de
uma cadeia de bits de comprimento fixo, em que o niimero de termos utilizados pela regra
¢ ajustado dinamicamente por meio de um bit adicional para cada termo com objetivo

de determinar a sua existéncia, ou nao, em determinada regra. Nesta proposta, cada
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particula é representada por um grupo de regras (abordagem Pittsburgh) e os resultados
obtidos mostraram que o PSO proposto alcangou maior acurdcia e uma lista de regras

menor do que outros algoritmos analisados pelo artigo.

Chen e Ludwig (2012) apresentam uma implementagao DPSO, chamada de Dis-
crete Particle Swarm Optimization With Local Search (DPSO-LS), que utiliza a aborda-
gem Pittsburgh para codificacdo da particula. Cada particula do enxame é representada
por uma matriz em que cada linha descreve uma regra de classificacio SE-ENTAO durante
a tarefa de classificacdo de dados. Além disso, avaliou-se neste trabalho a importancia da

utilizacao de técnicas de busca local para refinamento dos resultados encontrados.

Hassani e Lee (2013) apresentam um DPSO para mineracdo de regras de classi-
ficacdo que utiliza uma separacao dos dados de treinamento em blocos em que cada um
¢é atribuido a uma thread. Ao final, as regras obtidas em cada thread sdao integradas em

uma base de regras para construcao de um modelo de classificagao.

Mishra (2016) apresenta um classificador para mineragao de regras de associagao
com abordagem multiobjetivo para maximizagao do suporte (cobertura) e confianca da

regra de associacao ao mesmo tempo em que tenta minimizar a complexidade da mesma.

A maioria dos trabalhos relacionados acima propdem estruturas de dados baseadas
em uma representacao binaria das particulas para extracao de regras de classificagdo ou

associagao, similares ao DPSO proposto por Kennedy e Eberhart (1997).

Em problemas de classificagdo de dados que levam em consideracao a comple-
xidade das regras sao utilizados mecanismos para ignorar certos termos da regras SE-
ENTAO codificadas nas particulas. Geralmente, estas codificacoes envolvem a utilizacio
de um vetor com todos os atributos da base de dados e um bit que habilita ou nao a
utilizagao de determinado atributo na regra. Neste contexto, o seguinte trabalho se torna
relevante ao utilizar uma nova abordagem baseada no trabalho de Pan et al. (2008) (Ver

secdo 2.1.3.1) para codificacdo e atualizagdo da posicao da particula.

Pan et al. (2008) propoem um processo de atualizacdo da posigdo da particula
alternativo. Neste estudo, o PSO proposto é aplicado em ambientes combinatoriais na
resolugao de problemas de alocacao de recursos e escalomanento (flow-shop). De acordo
os autores, tal abordagem pode ser facilmente aplicada em problemas de otimizacao
combinatorial com resultados que demonstram ser competitiva, podendo inclusive obter

resultados superiores a outros métodos encontradas na literatura especializada.

Finalmente, cabe também mencionar o trabalho de Pereira (2012) que serviu de
embasamento na utilizagdo da metodologia aplicada durante a analises dos resultados.

No seu trabalho é proposto uma variante multiobjetiva baseada em Programacao Ge-
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nética (PG) para extragao de regras de classificacdo, sendo realizadas comparagoes de

desempenho com trés algoritmos implementados pelo WEKA.

2.6 Conclusao

Neste capitulo, foram apresentados os principais conceitos e defini¢oes relaciona-
dos ao PSO. Fez-se uma descricao de suas caracteristicas principais, ressaltando suas
funcionalidades e aplicacoes. Em seguida, foram relacionadas variantes do PSO destina-
das ao ambiente combinatorial e as estratégias de geragao do enxame inicial e técnicas

de nicho.

Conceitos relacionados a otimizagao multiobjetivo, busca local Pareto e mineracao
de dados (classificacao de dados), bem como a apresentagao de estudos relevantes que
serviram de referéncia para este trabalho também foram apresentados. Nota-se que ainda
existem poucos que utilizam o PSO para a classificacao de dados por meio da extracao de
regras. Nao foi encontrado nenhum trabalho de classificacao de dados baseado em PSO
utilizando a formulagao proposta por Pan et al. (2008), o que torna o presente trabalho

inovador neste sentido.
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3 mDPSO - Algoritmo Biobjetivo baseado

em PSO para Classificacao de Dados

Neste capitulo sera detalhado o algoritmo biobjetivo, baseado na metaheuristica
PSO e denominado multiobjective Discrete Particle Swarm Optimization (mDPSO) pro-

posto neste trabalho para classificagao de dados por meio de extragdo de regras.

Ao contrario de outras variantes do algoritmo PSO destinadas a classificagdo e
mineracao de dados, o mDPSO utiliza uma abordagem diferente das que sao comumente
encontradas na literatura. Ele também implementa um conjunto de funcionalidades para

explorar o espaco de busca e acelerar sua convergéncia.

3.1 Formulacao do Problema

Neste trabalho, o problema de classificacdo de dados foi modelado como um pro-
blema biobjetivo, descrito pela Eq. 3.1, no qual os objetivos sao: (i) maximizar a efe-
tividade das regras extraidas; e (ii) minimizar a complexidade (nimero de termos) das

regras.

Maximizar F(z) = [f1({,X), fo(I, X)] (3.1)

e 1 ¢ uma sentenca da clausula WHERE da linguagem SQL;

e Os parametros I e X representam respectivamente a regra codificada pela particula

e a classe X (nicho) a que a particula pertence;

e f1(I,X), descrita por Eq. 3.2, corresponde a fun¢ao que determina a efetividade
(qualidade) da regra. Esta efetividade é resultante do produto da sensibilidade pela

especificidade;

o fo(I,X), descrita na Eq. 3.3, representa a funcdo que calcula a complexidade da
regra. Neste trabalho ela é calculada como sendo o niimero inverso de termos da

regra.

fi(l, X) = sensibilidade x especi ficidade (3.2)
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1
numero de termos

fo(1, X) = (3.3)

De acordo com Pereira (2012), o produto da sensibilidade pela especificidade apre-
senta propriedades interessantes, pois tende a evitar o overfitting, ja que busca reduzir,
ou até mesmo eliminar, a tendéncia de privilegiar as classes predominantes presentes em
bancos de dados desbalanceados. Dessa maneira, se a regra apresentar um desempenho
muito baixo em relacdo a um dos valores da sensibilidade ou da especificidade, o valor
do fitness da particula também sera baixo, independente do outro indicador. A funcao
fitness é penalizada por regras incapazes de identificar os padroes corretos, pois uso da
acuracia pode resultar em um valor elevado, mesmo que o nimero de verdadeiro positivos

(VP) seja alto e o valor de verdadeiro negativo (VN) seja préximo de zero.

3.2 Descricdo do mDPSO

O objetivo do mDPSO é extrair um conjunto de regras durante as fases de treina-
mento para avaliar seu desempenho em novas amostras, desconhecidas durante a tarefa

de treinamento, na fase de teste.

A abordagem Michigan foi utilizada para representacao das particulas do mDPSO.
Dessa maneira, cada particula codifica apenas uma regra do problema, o que significa dizer
que cada particula prové uma solugao possivel para determinada classe e ndo uma solucao

geral para todo o problema.

O mDPSO, descrito no Algoritmo 5, implementa um conjunto de particularidades
que o distinguem das demais implementagoes (variantes) da metaheuristica PSO encon-
tradas na literatura. Sao funcionalidades adaptadas, implementadas pelo mDPSO:

e Repositérios gbest e pbest (Ver secao 3.4);

e Geracao do Enxame Inicial (Ver secao 3.5);

Implementagdo de um Operador de Turbuléncia (Ver segao 3.6);

Atualizagdo da Posicdo da Particula (Ver secao 3.7);

e Operagao de Mutagao de Particula (Ver se¢ao 3.7.1);

Rotina de Recombinacao das Particulas (Ver se¢io 3.7.2).

A funcao merge, tal como descrita na secao 2.3, agrupa dois conjuntos Pareto em

um novo conjunto Pareto, removendo as solugoes dominadas do conjunto resultante.
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Algoritmo 5 mDPSO
1: Geragao do enxame inicial de particulas (Ver segao 3.5);
2: Avaliar as particulas do enxame (Ver Algoritmo 6);
3: enquanto critério de parada nao atingido faca
4: Aplicar o operador de turbuléncia (Ver se¢ao 3.6);
Atualizar a velocidade e posigao de todas particulas do enxame (Ver se¢ao 3.7);
Avaliar as particulas do enxame;
para cada particula p € C}.gbest faga
Aplicar busca local Pareto em p (Ver secao 3.8);
Avaliar p;
10: fim para
11: fim enquanto

Algoritmo 6 Avaliagdo de aptidao (fitness) de cada particula no mDPSO
Entrada: p.pbest - Solugoes nao-dominadas encontradas pela particula; Cj.gbest - Solu-
¢oes nao-dominadas do nicho CY.
1: para cada particula p do enxame faca
2: Avaliar p;
3: Cy.gbest < merge(Cy.gbest, {p});
4: p.pbest <— merge(p.pbest, {p});
5: fim para

Nas préximas segoes sera feito o detalhamento de cada funcionalidade implemen-
tada pelo mDPSO.

3.3 Representacao da Particula

A representacao adotada para cada particula do mDPSO é ilustrada na Figura 4

e compreende dois componentes:

e Um vetor de tamanho varidvel de elementos (termos) que codificam a regra de

classificacao.

e Um roétulo identificador da classe (nicho).

Na avaliagdo da aptidao (fitness) da particula no PSO, esse vetor de termos é
convertido em um predicado légico da clausula WHERE de uma sentenga SQL, conforme
ilustrado na Figura 4, quando executada em um Sistema de Gerenciamento de Banco
de Dados (SGBD) que retorna os registros (tuplas) do banco que atendem a clausula

WHERE da sentenga SQL.
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De posse dos registros retornados é feita a avaliacdo do desempenho da regra

codificada na particula.

Atributo2 = Valor2 Atributod < Valor3 Atributo? == Valor?
SELECT id, classe

FROM tabela
WHERE Aiributo2 = Valor2 AND Atributo < Valors AND Atributo7 == Valor7

Figura 4 — Exemplo de codificagdo de uma particula pelo mDPSO e a sentenga SQL
gerada para avaliacao pelo SGBD.

3.4 Repositérios gbest e pbest

Um ponto importante no mDPSO refere-se aos componentes gbest e pbest. Em
versoes multiobjetivo do PSO, ambos gbest e pbest passam a atuar como repositérios de
solugoes nao-dominadas, ao contrario da versao mono-objetivo, em que ambas se referem
somente a melhor posi¢ao obtida pela particula (pbest) e a melhor posicao obtida pelo

enxame (gbest).

O mDPSO implementa o gbest através de um repositério de solugoes nao-dominadas
para cada nicho (classe) do problema (Cj.gbest). De forma semelhante, o mDPSO também

representa o pbest de cada particula como um repositério de solugoes nao-dominadas.

Geralmente, o PSO implementa o conceito de particula lider, que é utilizada na
atualizacdo das posigoes das particulas do enxame, isto é, uma solucao que contribui
no direcionamento do enxame dentro do espago de busca. Nas versoes mono-objetivo a
particula lider é o proprio gbest, sendo por isso necessaria a proposi¢ao de um mecanismo
de identificacao da particula lider em abordagens multiobjetivo, visto que, neste contexto,
tanto o gbest quanto pbest sdo representadas por um repositério (conjunto) de solugoes

nao-dominadas.

O processo de identificagdo da particula lider (gbest ou pbest), necessaria a re-
combinagao no mDPSO durante a operacao de atualizacao da posicao de cada particula,
ocorre da seguinte maneira: (i) Determina-se a distancia euclidiana no plano dos objeti-
vos da particula corrente em relacao aos repositérios gbest ou pbest; (ii) A particula mais
préoxima da particula corrente em cada repositorio é selecionada para atualizagao da sua

posicao durante a recombinacao.
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A escolha da particula ndo-dominada mais proxima da particula corrente na rotina
de atualizacao da posi¢ao é exemplificada pela Figura 5. A particula escolhida (particula

lider) é realgada na cor vermelha e a particula corrente na cor azul.

F(x)

. Particula corrente

-

o
o

f,(x)

Figura 5 — Escolha da particula lider

Tal abordagem é implementada pelo algoritmo de recrutamento de abelhas Opt-
Bees (MAIA, 2012). O OptBees é um algoritmo aplicado na resolugao de problemas de
otimizacao em espacos continuos, sendo inspirado no comportamento das abelhas du-
rante o forrageamento e em mecanismos envolvidos no processo de alocagao de tarefas da
vida em sociedade do enxame. E importante também frisar que tal abordagem pode ser

aplicada tanto em problemas de maximizacao quanto de minimizacao.

Cabe também ressaltar que ao final de cada iteracado do mDPSO, com o objetivo
de refinar ou aprimorar as solugoes encontradas até aquela iteracao, é proposta uma busca

local Pareto (Ver segao 3.8) no repositério gbest de cada nicho.

3.5 Geracao do Enxame Inicial

O mDPSO implementa uma rotina para geragao inicial do seu enxame de parti-
culas. A rotina proposta, descrita pelo Algoritmo 7, funciona em duas etapas: (i) Primei-
ramente, aplica-se técnicas de nicho (Ver segdo 2.1.5) para dividir o enxame segundo o

niumero de classes do problema; (ii) Gera-se a regra de cada particula do enxame.

A fase de geragdo (linha 7 do Algoritmo 7) da regra de cada particula se resume
a definir os 77 termos que entrarao na composicao da regra associada a particula. n é um
nimero aleatério inteiro no intervalo [1, [log (randp, N])M, onde N o total de atributos

da base de dados. Esta metodologia visa simplificar as regras introduzidas na codificacao
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Algoritmo 7 Geragao do Enxame Inicial
Entrada: N - Numero de particulas do enxame;.
Enzame < 0;
para Cada classe ' do problema faga
C.gbest « 0;
fim para
para cada particula do enxame faga
n [log (mnd[LN]ﬂ +1;
particula < Adicionar regra de 7 termos;
particula < Rotular particula (Cy);
particula.pbest < (;
Enxame <« {particula} U Enxame;
: fim para

=
—= O

da particula explorando imediatamente um dos objetivos do problema proposto neste
trabalho.

A selecao dos atributos que compoem cada termo da regra é feita de forma alea-
toria a partir dos atributos presentes na base de dados. O operador relacional associado
a cada termo da regra é escolhido do conjunto de operadores presentes na Tabela 2.
Neste trabalho, foram atribuidas probabilidades de selecao distintas para alguns opera-
dores. Estes valores (taxas de probabilidades) foram obtidos a partir de experimentos

computacionais, e mostram relevancia diferenciada entre os operadores.

Neste processo, observou-se que os termos das regras eram, em sua maioria, for-
mulados com a seguinte estrutura: <atributo, operador, valor numérico>. No entanto,
termos com estrutura do tipo <atributo, operador, outro atributo>, apesar de menos
frequentes, também poderiam contribuir na construgao de regras eficazes e mais flexi-
veis. Deste modo, por meio de experimentos computacionais, definiu-se que termos com
a estrutura <atributo, operador, valor numérico> (<atributo, operador, outro atributo>)

teriam probabilidade de 90% (10%) de serem adicionados a regra das particulas.

E importante mencionar que em situagoes especificas, boas regras de classificacao
com termos com estrutura do tipo <atributo, operador, outro atributo>, facilitariam a
adigdo de outros operadores légicos ou mesmo fungdes de comparagdes topolégicas (Ex.
contains, covers, crosses, disjoint, equals, touches, within e distance, etc.) utilizadas em
bancos de dados hibridos (geograficos), que, geralmente, promovem a comparacao entre

atributos distintos da base de dados.

A Tabela 2 também é utilizada pela rotina de mutagao de particulas (Ver se¢ao
3.7.1.2) implementada pelo mDPSO.
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Operadores = l= < > >= <=

Probabilidades 6% 6% 22% 22% 22% 22%

Tabela 2 — Probabilidade de selecdo dos operadores relacionais usada pelas rotinas de
geracao de particulas e de mutagao do mDPSO.

3.6 Operador de Turbuléncia

Muitos autores citam a importancia do operador de turbuléncia em razao de pro-
mover a diversidade do enxame no PSO (PARSOPOULOS; VRAHATIS, 2009), visto que
a diversidade do enxame ¢é importante para melhorar a capacidade exploratéria do algo-
ritmo (REYES-SIERRA; COELLO-COELLO, 2006). Como afirmam Santana, Pontes e
Bastos-Filho (2009), o PSO mono-objetivo apresenta réapida convergéncia quando compa-
rado a outros métodos, contudo, tal vantagem pode ser também prejudicial no contexto
de otimizagao multiobjetivo, ja que o algoritmo tende a convergir prematuramente a um

Otimo-local.

Para tentar atenuar tal efeito, o mDPSO utiliza um esquema adaptado do tra-
balho de Reyes-Sierra e Coello-Coello (2005). Nesta proposta, cada nicho é subdividido
em trés subpopulacoes C, Cy e C3 de mesmo tamanho, de modo que cada subpopulagao
C; (1 =1,2,3) pode, ou nao, ser perturbada, via operador de mutagao a fim de promover
diversidade no enxame. Para isso utiliza a seguinte estratégia: (i) A subpopulagao C; néo
sofre nenhuma operagdo de mutagao; (ii) a mutagdo uniforme é aplicado nas particulas
presentes em Cy; e (iii) a mutacdo nao-uniforme é aplicada nas particulas da subpopu-

lagao (3. Como alternativa a mutacao nao-uniforme é utilizado a mutacao gaussiana

(HIGASHI; IBA, 2003).

Na subsec¢ao 3.7.1 sao detalhados os mecanismos de mutacao implementados pelo
mDPSO.

3.7 Atualizacao da Posicao da Particula

A rotina de atualizacdo da posi¢ao da particula desenvolvida pelo mDPSO é des-
crita pelo Algoritmo 8. O mecanismo é uma adaptacao da formulacdo proposta pelo
trabalho de Pan et al. (2008), descrita na subsecao 2.1.3.1, sendo utilizados operadores

de mutacao e recombinagao especificos ao problema de classificagdo de dados.

Algumas observagoes acerca deste mecanismo implementado pelo mDPSO:
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Algoritmo 8 Atualizagao da posicao da particula
Entrada: p - Particula; w, ¢; e ¢ - ParAmetros no intervalo [0, 1].

1: // rand, valor aleatério uniforme no intervalo [0, 1]

2: se rand; < w entao

3: A < Mutagao(p, uniforme); // Busca Local

4: senao

5: A p;

6: fim se

7. // randy valor aleatério uniforme no intervalo [0, 1]

8: se rands < c¢; entao

9: d < Recombinar A e p' (p’ é a particula de p.pbest mais préxima de p);
10: senao

11: 0 A

12: fim se

13: // rands valor aleatério uniforme no intervalo [0, 1]

14: se rands < ¢y entao

15: p < Recombinar d e p” (p” é a particula de Cy.gbest mais proxima de p);
16: senao

17: p < 0;

18: fim se

19: devolve p;

e A busca local na regra da particula (linha 3) é implementada como uma operagao
de mutagao no mDPSO (Ver subsegao 3.7.1);

e A operacao de recombinagao (linhas 9 e 15), descrita na subsegdo 3.7.2, ocorre

somente entre particulas pertencentes a uma mesma classe (nicho).

Ao analisar o Algoritmo 8 observa-se um paralelo entre a Eq. 2.1, a equacgao de
atualizacao da particula implementada pelo PSO original, e a Eq. 3.4 que corresponde a

formulacao proposta por Pan et al. (2008):

t+1 t t t t t
Vit = w V' +cprand, . (pbest; — X}) + cy.randy.(gbest; — X}) (3.4)
——
Busca Local Recombinacao Recombinagao

Existem discussoes acerca do mecanismo de atualizagao da posicao da particula
no algoritmo PSO: (i) Para Reyes-Sierra e Coello-Coello (2006), o ajuste da velocidade
da particula atua como um operador de “mutacao direcional”; (ii) Para Coello-Coello,
Pulido e Lechuga (2004), o ajuste da posigao da particula é andlogo & recombinagao
(crossover) dos Algoritmos Genéticos. Diante disto, o mecanismo proposto por Pan et al.
(2008) mostra-se adequado ao processo de atualizagdo da posigao da particula do PSO

em problemas combinatoriais, visto que ele retine caracteristicas de ambas abordagens.



Capitulo 3. mDPSO - Algoritmo Biobjetivo baseado em PSO para Classificacdo de Dados 44

3.7.1 Operacdo de Mutacdo de Particula

De acordo Cunha, Takahashi e Antunes (2014), para cada problema podem existir
varias representacoes computacionais as suas resolucgoes, sendo normalmente necessario

efetuar uma andlise experimental para encontrar perturbagdes (mutagoes) aceitaveis.

Dessa forma, no decorrer do desenvolvimento deste trabalho, foram propostos
trés mecanismos de mutagao nas regras das particulas objetivando garantir (ou mesmo
introduzir) diversidade no enxame de particulas do mDPSO. A rotina de mutacao imple-
mentada pelo mDPSO ¢ detalhada no Algoritmo 9.

Algoritmo 9 Mutacao
Entrada: p - Particula; mutagao - Tipo de mutagao (perturbagao).
1: se rand; < 0.5 entao

2: Adicionar um novo termo a regra da particula p (Ver segao 3.7.1.1);

3: senao

4 t < Selecionar aleatoriamente um termo da regra da particula p;

5: se randy < 0.5 e t[3] é um valor numérico entao

6 se mutacgao é uniforme entao

7 // Mutagao Uniforme

. /3 t[3] + (max(atributo) — t[3]) x U(0,1), se rands < 0.5
' 3] t[3] — (t[3] — min(atributo)) x U(0,1), caso contrario

9: senao

10: // Mutagao Gaussiana

11: o < 0.1 x (max(atributo) — min(atributo));

12: t[3] + t[3] + N(0,0);

13: fim se

14: senao

15: Alterar o operador do termo t de acordo com Tabela 2 (Ver se¢ao 3.7.1.2);

16: fim se

17: fim se

O pardmetro N (0, o) refere-se a uma amostra de uma distribui¢do normal (gaussi-
ana) de média 0 e desvio padrao o. U(0, 1) corresponde a um valor aleatdrio no intervalo

[0, 1] de uma distribui¢do uniforme.

E importante destacar que o algoritmo ndo implementa nenhum mecanismo de
mutagao que altere o rétulo (nicho) das particulas. Os trés tipos de mutagao nas regras
das particulas implementados pelo mDPSO sao detalhados em 3.7.1.1, 3.7.1.2 e 3.7.1.3.

3.7.1.1 Adicao de Novo Termo

Durante a recombinacao da particula, foi percebido que as particulas teriam, no

maximo, regras com tamanho de ([log(N)] + 1) termos, onde N ¢é o numero total de
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atributos (Ver Algoritmo 7).

Diante deste fato, o mDPSO implementa um mecanismo que aumenta o ntimero de
termos de uma regra, objetivando construir regras com maior complexidade (tamanho) e
elevada efetividade. A mutacao do tipo “adicao de novo termo” é exemplificada na Figura

6 com adigao do termo (Atributob < Valorb) a regra.

Antes

Atributo2 < Valor? Atributod == Valor4 Atvibuto? = Valor? Classe="C"
Depois
Atributo2 < Valor2 Atributod == Valord Atributo’ < Valor3 Atributo7 > Valor? Classe="C"

Figura 6 — Exemplo de mutacao por adi¢ao de novo termo na regra codificada pela par-
ticula.

Cabe ressaltar que o mDPSO nao implementa nenhum mecanismo que permita
a alteracao do elemento atributo para triades do tipo <atributo, operador, valor numé-
rico> e do tipo <atributo, operador, outro atributo>. Assim, este é o Unico operador
implementado pelo mDPSO que permite a introducdao de novos atributos que nao fo-
ram avaliados em nenhuma particula do enxame. Por outro lado, os elementos da triade:
“operador” e “valor numérico”, podem ser perturbados (mutados) pelos mecanismos de

mutagao implementados no mDPSO.

3.7.1.2 Mudanca de Operador

Outro tipo de mutacao implementado pelo mDPSO, ilustrado na Figura 7, permite
a alteracao de um operador légico no termo de uma regra da particula. Em resumo,
este operador escolhe aleatoriamente um termo da regra e faz a sua substituicdo por
outro operador segundo a distribuicdo de probabilidades apresentada na Tabela 2. O
operador relacional modificado pelo operador “Mudanca de Operador” esta realcado na

cor vermelha da Figura 7.

Antes

Atributo2 < Valor2 Atributod >= Valord Atributo? > Valor7 Classe="C"
Depois

Atributo2 < Valor2 Atributod == Valord Atributo? <= Valor? Classe="C"

Figura 7 — Exemplo de mutagao por mudanca de operador.
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3.7.1.3 Adicdo ou Subtracido do Valor Nimerico

Esse tipo de mutagdo ocorre somente quando o termo da regra apresenta estru-
tura do tipo: <atributo, operador, valor numérico>. Em resumo, este operador tem o
seguinte funcionamento: (i) E selecionado aleatoriamente um termo da regra codificada
na particula; (i) E adicionado ou subtraido um valor do terceiro elemento do termo (valor

nimerico).

O valor da perturbagao, a ser adicionado ou subtraido do elemento “valor numé-
rico” no termo da regra pode ser obtido de duas formas distintas, baseado no trabalho
de Jancauskas (2014): (i) Valor aleatério gerado segundo uma distribui¢do uniforme (li-
nha 12 do Algoritmo 9); (ii) Valor aleatério gerado segundo uma distribuigdo normal

(gaussiana) (linha 8 do Algoritmo 9).

O funcionamento do operador de mutagao proposto é ilustrado na Figura 8: “No-
voValor7” refere-se ao valor resultante da adigao/substragdo de um valor numério ao valor

“valor7” do terceiro termo da regra.

Antes

Atributo2 < Valor2 Atributod == Valord Atributo? = Valor7 Classe="C"

Depois

Atributo2 < Valor2 Atributod == Valord Atributo? = NovoValor? Classe="C"

Figura 8 — Exemplo de mutacao por mudanca de um novo valor numérico.

3.7.2 Operacdo de Recombinacao de Particulas

A recombinagao entre as particulas tem o objetivo de combinar caracteristicas de
duas particulas pais com o intuito de gerar regras mais promissoras que as originais. O
mecanismo de recombinacao de particulas implementado pelo mDPSO é detalhado pelo
Algoritmo 10. A variavel pl é uma particula genérica, utilizada tanto para designar a
particula lider tanto em Cj.gbest quanto em p.pbest (Ver Algoritmo 8), visto que ambas

as recombinacoes sao realizadas de forma similar.

A representagao proposta neste trabalho permite que particulas com tamanhos
(ntimero de termos) distintos de regras possam ser recombinadas. Diante disto, o opera-
dor de recombinagao implementado pelo mDPSO retorna uma nova regra, resultante da
recombinacao da particula corrente p e da particula lider em p.pbest ou Cy.gbest, com
variacao do nimero de termos entre 1 e o valor maximo de [|p|, |p.pbest|, |C.gbest|], onde

|z| retorna o niimero de termos presentes na particula .
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Cabe mencionar que durante a operacao de recombinacao a particula resultante
pode apresentar um numero reduzido de termos. Tal alteracao no niimero de termos da
regra durante a recombinagao, deve-se a aleatoriedade do processo de selecao dos termos
a serem adicionados a solucao filha, bem como o mecanismo de eliminacao de termos

repetidos implementado pelas particulas no mDPSO.

Algoritmo 10 Recombinacao entre particulas

Entrada: p - Particula; pl - Particula lider (gbest ou pbest).
: RF < 0; // Regra Filha
. para k < |pl| faga
se rand < 0.5 entao
RF <~ RF U {Termo aleatério da regra de pl};
senao
RF < RF U {Termo aleatoério da regra de p};
fim se
: fim para
. para k < |p| faca
RF <+ RF U {Termo aleatério da regra de p};
: fim para
: devolve RF;

© PN g Wy

— = =

A Figura 9 ilustra o processo de recombinagdo entre duas regras pais e a regra
filha resultante da recombinagao. As setas posicionadas na parte superior de cada termo

pai indicam quais termos foram selecionados aleatoriamente para geracao da regra filha.

! J

Atributo? < Valor2 Atributod == Valord Atributo 7 == Valor? Classe="C"

I Aribwo3 <= Valor3 Atribuwtod == Valors Atributot = Valor6

Atributo2 < Valor2 Atributo3 == Valors Atributa? == Valor? Classe="C"

Figura 9 — llustracao do operador de recombinagcao entre as particulas implementado pelo
mDPSO.

3.8 Busca Local Pareto

Mecanismos de busca local sdo importantes por possibilitar refinamentos das so-

lugoes obtidas por um algoritmo de otimizacao combinatéria. O Algoritmo 11 detalha
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o mecanismo de busca local Pareto, baseado no método Neutral Improvement Pareto
(NPI) (Ver Algoritmo 4), executado ao final de cada iteragdo do mDPSO com objetivo

de introduzir novas solugdes nao-dominadas no repositério Cy.gbest.

Durante a implementagao da rotina de busca local Pareto proposta, observou-se
que o NPI foi a abordagem que apresentou os melhores resultados quando comparado

com o BFI e FPI, sendo por isso implementado pelo mDPSO.

Além disso, um mecanismo de geragao de solugoes vizinhas (linha 4 do Algoritmo)
baseada na mutagao gaussiana é também utilizado. Esta mutacao se mostrou eficiente em
varias situagoes estudadas por Higashi e Iba (2003) e, para o problema analisado neste
trabalho, apresentou bons resultados ao ser combinada com NPI na rotina de busca local

Pareto proposta.

Em resumo, determina-se o nimero méximo de ([log (N )W + 1) de iteragoes da
rotina (linha 1 do Algoritmo 11), onde N refere-se ao nimero de atributos da base de
dados. Caso seja encontrado uma solu¢dao nao-dominada na vizinhanga da particula p,

interrompe-se a rotina e atualiza-se as solugdes nao-dominadas do repositorio Cy.gbest.

Algoritmo 11 Busca Local Pareto
Entrada: p - Particula; N - Numero de atributos da base de dados; A - Conjunto de
solucoes nao-dominadas de CY.gbest;

1 L+ [log (N)W +1;

2: 1+ 0;

3: enquanto i < L faca

4: P’ < Mutagao(p, gaussiana);

5: // se a regra associada a p’ foi gerada anteriormente p'.visited
6: se p'.visited ¢ TRUE entao

7 continue;

8: fim se

9: p’.wisited < TRUE;
10: Avaliar p';
11: se f(p') || f(p)V f(p') < f(p) entao // || - ndo hé relagdo de dominancia
12: Ci.gbest < merge(Cy.gbest, {p'});
13: 1+ L;
14: fim se

15: i i+
16: fim enquanto

3.9 Conclusao

Este capitulo descreve o algoritmo biobjetivo, denominado mDPSO, baseado no

algoritmo PSO para classificagao de dados por meio de extragao de regras. Os objetivos
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(efetividade e complexidade) foram considerados a fim de obter boas regras de classifica-
¢ao e evitar o overfitting. Outra vantagem desta abordagem é a busca por regras menores,

mais faceis de serem entendidas e interpretadas.

Além do mais, o algoritmo proposto implementa varias funcionalidades, tais como,
por exemplo, técnicas de nicho, rotina para geracao da populagao inicial, mecanismos de

recombinacao e mutagao especificos bem como um mecanismo de busca local Pareto.
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4 Resultados Experimentais

O presente capitulo avalia o desempenho do mDPSO frente aos algoritmos im-
plementados pelo WEKA: J48 (Arvore de Decisio) (QUINLAN, 1986), Redes Neurais
do tipo Fungao de Base Radial (RBF, Radial Basis Function) (BROOMHEAD; LOWE,
1988) e 0 SMO (Sequential Minimal Optimization) (KEERTHI et al., 2001), uma vari-
ante da Maquina de Vetores de Suporte (SVM, Support Vector Machine) em 07 (sete)

bases de dados selecionadas para testes.

4.1 Introducao

O mDPSO foi implementado utilizando a linguagem Java 1.8 64-bits integrado
com o banco de dados PostgreSQL 9.1 para armazenamento e manipulacao das base de
dados utilizadas. Os testes foram realizados em um PC Intel (R) Core (TM) i3-4330 CPU
3.50G Hz com 8.00GB de memoéria RAM e sistema operacional Windows 10 64-bits.

A metodologia de anélise dos resultados ¢ similar a utilizada por Pereira (2012).
Os seguintes algoritmos J48, RBF e SMO foram implementados pelo software WEKA e
avaliados considerando somente o produto da sensibilidade pela especificidade global. Este
calculo ¢ realizado da seguinte forma: se determinado algoritmo para a base Wine obteve
os seguintes resultados: 0.93 para classe A; 0.90 para B e 0.99 para classe C, o produto da
sensibilidade pela especificidade global é calculado como a média dos desempenhos nas
trés classes: (0.93 4+ 0.90 4 0.99)/3 = 0.94.

O mDPSO, por sua vez, realiza o mesmo calculo utilizando a melhor regra de cada
classe (nicho), baseada no valor do primeiro objetivo fi(I, X) (Ver Eq. 3.2). Dessa forma,
em uma base de dados composta por trés classes, o mDPSO determina trés classificadores
distintos, um para cada classe. Como afirma Handl e Knowles (2007), espera-se que
os resultados gerados pelos algoritmos multiobjetivo sejam tao bons (ou melhores) do
que aqueles gerados por algoritmos mono-objetivo. No caso especifico deste trabalho, é
esperado que os resultados gerados pelo mDPSO sejam comparaveis com os resultados

obtidos com os algoritmos estudados, implementados pelo WEKA.

Foram avaliados os desempenhos de 04 (quatro) algoritmos (mDPSO, J48, SMO

e RBF) para 07 (sete) bases de dados, caracterizadas a seguir:

e Diabetes: Possui 8 atributos numeéricos e 768 instancias alocadas em duas classes:
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tested positive (500) e tested negative (268);

e DGA 1: Possui 5 atributos numéricos e 149 instancias divididas em trés classes:
Normal (84), Falha Elétrica (62) e Falha Térmica (78).

e DGA 2: Possui 5 atributos numéricos e 224 instancias divididas em trés classes:
Normal (122), Falha Elétrica (10) e Falha Térmica (17).

e Hepatitis: Possui 19 atributos numéricos e 155 instancias distribuidas em duas
classes: to die (32) e to live (123);

e lonosphere: Possui 30 atributos numéricos e 351 instancias distribuidas nas classes:
good (225) e bad (126);

e Unbalanced: Possui 32 atributos numeéricos e 856 instancias distribuidas em duas

classes: active (12) e inactive (844).

e Wine: Possui 13 atributos numéricos e 178 instincias divididas em trés classes: A
(59), B (71) e C (48);

Sendo que as bases de dados DG1, DG2, Hepatitis e Wine foram as mesmas

analisadas no trabalho de Pereira et al. (2014).

Durante a avaliagao do desempenho dos algoritmos utilizou-se a validagdo cruzada
k=10-fold (10 partigoes) que consiste em dividir a base de dados em k subconjuntos, sendo
k-1 partigdes para treinamento e 01 (uma) para teste. Este processo de treinamento e teste

¢é repetido com todos os k subconjuntos e a média dos resultados obtido é utilizada como

indicador da qualidade do modelo (CASTRO; FERRARI, 2016).

A validacao cruzada utilizada é estratificada e consiste em distribuir uniforme-
mente as classes das amostras entre as parti¢coes. Por exemplo, dado um conjunto de
dados dividido em duas classes e sabendo que a classe A possui 20% dos objetos e a
classe B possui 80% das amostras. Ao se fazer a separagdo da base de treinamento e
teste ¢ garantido a manutencao da mesma proporcao entre as k particoes. Para os testes
realizados, as mesmas particoes sao utilizadas em todos os algoritmos de maneira a tentar

prover uma justa comparagao entre os algoritmos analisados.

Com objetivo de atestar o desempenho dos algoritmos: mDPSO, J48, SMO e
RBF, segundo o produto da sensibilidade pela especificidade global, foram aplicados os
seguintes testes estatisticos: Teste Kolgomorov-Smirnov para verificacao da normalidades
das amostras; teste One-Way Analysis of Variance (ANOVA) e o teste post-hoc Tukey

para construcao de um ranking de desempenho dos algoritmos - O ranking pode indicar
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performance superior, similar (empate) ou inferior entre os algoritmos. E importante

frisar que os testes devem ser realizados na ordem apresentada.

Para realizacao dos testes post-hoc Tukey, adotou-se o valor de confianca igual a
95% (o mesmo adotado no trabalho de Pereira (2012)). Logo, se o p-valor retornado pelo
teste for inferior a 0.05, sugere-se que o desempenho do par de algoritmos analisados é
estatisticamente diferente. Do contrario, ndo ha diferencga estatistica significativa entre
ambos. Dessa maneira, se o desempenho de ambos algoritmos nao apresentarem diferencas

significativas entre eles, entao ambos sao alocados na mesma posi¢ao do ranking.

Segundo Carrano, Wanner e Takahashi (2011), a avaliagdo de desempenho de al-
goritmos nao-deterministicos, tais como Algoritmos Evolutivos, ndo pode ser realizada
utilizando resultados de algoritmos deterministicos para cada instancia do problema. A
natureza estocastica desses métodos introduz uma variabilidade aleatéria na resposta for-
necida pelo algoritmo, uma vez que a solucao obtida pelo mesmo pode variar consideravel-
mente a cada execugao. Ainda que a mesma solugao seja obtida, o tempo computacional
necessario para alcancar tal solucao é geralmente diferente em diferentes execugoes do

mesmo algoritmo.

4.2 Parametros dos Algoritmos

Para o mDPSO, os parametros w, ¢; e ¢o foram definidas com os seguintes valores
de 0.9, 0.8 e 0.8 respectivamente, sendo tais valores escolhidos por meio de experimen-
tacoes. Foram utilizadas 90 particulas com critério de parada de 30000 avaliacdes da

funcao-objetivo em todas as bases de dados analisadas neste trabalho.

Os pardmetros utilizados pelos 03 (trés) algoritmos implementados pela ferra-
menta WEKA, para cada base de dados, sdo listados na Tabela 3. A escolha destes
parametros foi inspirada no trabalho de Pereira et al. (2014), sendo utilizadas as melho-
res configuracoes obtidas por meio de experimentacoes durante o desenvolvimento deste
trabalho:

4.3 Andlise Baseada na Meétrica Sensibilidade x Especificidade
Global

Nesta secao do trabalho, faz-se a descri¢ao dos resultados obtidos com cada algo-
ritmo utilizando a métrica sensibilidade x especificidade para cada base de dados. Nesta

fase do trabalho, somente serao avaliados os resultados gerados pelos algoritmos mDPSO
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Algoritmo Pardmetros Diabe. DGA 1 DGA 2 Hepat. Ionos. Unbal. Wine
J48 Pruned Sim Sim Sim Sim Sim Sim Sim
Confidence factor 0.25 0.025 0.25 0.025 0.25 0.25 0.25
SMO Complexity parameter C' 2.0 3.0 4.0 1.0 2.0 2.0 2.0
Kernel function PolyKernel PolyKernel PolyKernel PolyKernel PolyKernel PolyKernel PolyKernel
Function exponent 2.0 3.0 1.0 2.0 2.0 2.0 2.0
RBF Clusters 3 2 4 3 3 3 3
Min. std. dev. clusters 0.1 0.01 0.01 0.1 0.1 0.1 0.1

Tabela 3 — Parametros de configuragao do WEKA em cada base de dados.

e os algoritmos implementados no WEKA.

O produto da sensibilidade pela especificidade global relativo as 50 execugoes
(amostras) de cada algoritmo, na base de dados Diabetes, é apresentado na Figura 10.
Os resultados apresentados pelo grafico mostram que o mDPSO apresentou o melhor
desempenho para a base Diabetes, com média superior aos demais. Observa-se também
que os valores médios obtidos para a métrica sensibilidade x especificidade entre os
algoritmos J48 e SMO ficaram bem préximos, com uma pequena vantagem para o SMO.
Observa-se também ue o desvio padrao obtido pelo j48 é superior ao obtido pelo SMO.

O RBF foi o algoritmo que apresentou o pior desempenho.

Diabetes

0.48

0.45

Sensibllidade x Especificidade

0.42

mDPSO Jag SMO RBF

Figura 10 — Desempenho dos algoritmos na base de dados Diabetes utilizando a métrica
sensibilidade x especificidade global.

Para todas as bases de dados analisadas, o p-valor obtido pelo teste ANOVA (com
valor de confianga adotado de 95%) foi de aproximadamente 0 (zero). Deste modo, a Ta-

bela 4 apresenta a relagao entre os pares de algoritmos de acordo com o p-valor obtido
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pelo teste Tukey para a base Diabetes. Os resultados mostram que nao houveram diferen-
cas significativas do desempenho pelo produto da sensibilidade pela especificidade global
para as 50 execugdes entre os algoritmos J48 e SMO, o que sugere que ambos os algorit-
mos J48 e SMO apresentaram desempenho similar para esta base de dados. O mDPSO
nao apresentou diferencas significativas em relacdo a todos algoritmos implementados

pelo WEKA.

mDPSO J48 SMO RBF

mDPSO - 0.0000 0.0000 0.0000
J48 0.0000 - 0.2804 0.0000
SMO 0.0000  0.2804 - 0.0000

RBF 0.0000  0.0000 0.0000 -

Tabela 4 — p-valor medido para o produto da sensibilidade pela especificidade global de
cada algoritmo na base de dados Diabetes.

De forma semelhante, analisou-se o desempenho dos algoritmos nas demais bases
de dados. As Figuras 11 e 12 ilustram o desempenho de cada algoritmo para as bases DGA
1e DGA 2respectivamente. Percebe-se que em ambas as bases de dados, o mDPSO gerou
resultados superiores aos demais algoritmos. Também nota-se que os resultados gerados
pelo SMO foram os que mais se aproximaram dos resultados do mDPSO na base DGA
1. Ainda nesta base, o pior desempenho foi o do algoritmo J48. E na base DGA 2, os
resultados gerados pelo mDPSO foram bem superiores aos dos demais algoritmos. Por
outro lado, o algoritmo SMO apresentou o pior desempenho nesta base que se caracteriza

por ser bastante desbalanceada.

A Tabela 5 apresenta a relagao entre os pares de algoritmos de acordo com o p-
valor obtido do teste Tukey para a base DGA 1. Observa-se que apesar do desempenho
superior do mDPSO, nao houveram diferencas significativas entre os desempenhos dos
algoritmos mDPSO e SMO. O mesmo comportamento foi observado entre os algoritmos
J48 e RBF, ficando estes abaixo do desempenho obtido pelo algoritmos mDPSO e SMO.

Na Tabela 6 é apresentada a relacao entre os pares de algoritmos de acordo com
o p-valor obtido para a base DGA 2. Os resultados apresentados mostram que os valores
gerados pelos algoritmos mDPSO sao distintos dos demais algoritmos. Os resultados tam-
bém sinalizam que nao se pode afirmar que o algoritmo J48 possui desempenho superior
ao desempenho do RBF. Diferentemente da base DGA 1, o SMO foi o que apresentou o

pior desempenho, isso possivelmente devido ao grau de desabalanceamento da base DGA
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Figura 11 — Desempenho de cada algoritmo na base de dados DGA 1 utilizando a métrica
sensibilidade x especificidade global.

mDPSO J48 SMO RBF

mDPSO - 0.0000 0.0684 0.0000
J48 0.0000 - 0.0000 0.0938
SMO 0.0684  0.0000 - 0.0000

RBF 0.0000  0.0938 0.0000 -

Tabela 5 — p-valor medido para o produto da sensibilidade pela especificidade global de
cada algoritmo na base de dados DGA 1.

2 em comparacao a base DG1.

mDPSO J48 SMO RBF

mDPSO - 0.0000 0.0000 0.0000
J48 0.0000 - 0.0000 0.8481
SMO 0.0000  0.0000 - 0.0000

RBF 0.0000  0.8481 0.0000 -

Tabela 6 — p-valor medido para o produto da sensibilidade x especificidade global de
cada algoritmo na base de dados DGA 2 global.

Para a base Hepatitis, o grafico da Figura 13 mostra o bom desempenho dos
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Figura 12 — Desempenho de cada algoritmo na base de dados DGA 2 utilizando a métrica
sensibilidade x especificidade global.

algoritmos RBF, mDPSO e SMO, sendo possivel perceber o desempenho considerado
superior do algoritmo RBF. Durante a avaliagdao entre os pares de algoritmos segundo os
p-valores obtidos para esta base e conforme apresentados na Tabela 7, revelam que nao
houveram diferengas estatisticas significativas entre o mDPSO e o SMO, constatando o

desempenho superior do RBF. O algoritmo J48 foi o que apresentou o pior desempenho.
Hepatitis

0.6 i

-

0.4

Sensibllidade x Especificidade

mDPSO J4s SMO REBF

Figura 13 — Desempenho de cada algoritmo na base de dados Hepatitis utilizando a mé-
trica sensibilidade x especificidade global.

Testes na base ITonosphere mostraram o desempenho ruim do mDPSO frente aos
demais algoritmos implementados pelo WEKA. Além disso, como mostrado na Figura 14,

percebe-se com certa facilidade que o algoritmo RBF apresentou desempenho superior
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mDPSO J48 SMO RBF

mDPSO - 0.0000 0.1767 0.0028
J48 0.0000 - 0.0000 0.0000
SMO 0.1767  0.0000 - 0.0000

RBF 0.0028  0.0000 0.0000 -

Tabela 7 — p-valor medido para o produto da sensibilidade pela especificidade global de
cada algoritmo na base de dados Hepatitis.

em relagdo as outras implementacgdes. Ademais, de acordo com a Tabela 8 os algoritmos
apresentaram diferencas estatisticas significativas entre si, caracterizando desempenhos

diferenciados entre os algoritmos para esta base de dados.
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Figura 14 — Desempenho de cada algoritmo na base de dados Ionosphere utilizando a
métrica sensibilidade x especificidade global.

Diante do baixo desempenho do algoritmo mDPSO na base lonosphere, analisou-se
o produto da sensibilidade pela especificidade de cada classe (classes good e bad) desta base
para cada algoritmo. Os resultados obtidos, listados na Tabela 9, mostram que, apesar
do mDPSO obter um bom desempenho para a classe good, os resultados obtidos para
a classe bad influenciam negativamente o desempenho geral do algoritmo. E importante
comentar que os resultados semelhantes gerados pelos algoritmos J48, SMO e RBF devem-
se ao cdlculo do produto da especificidade pela sensibilidade em bases binarias (com duas
classes). Como o mDPSO utiliza técnicas de nicho e sao escolhidas as melhores regras de

cada nicho, consequentemente, cada classe (nicho) possui um classificador distinto com
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mDPSO J48 SMO RBF

mDPSO - 0.0000 0.0000 0.0000
J48 0.0000 - 0.0000 0.0000
SMO 0.0000  0.0000 - 0.0000

RBF 0.0000  0.0000 0.0000 -

Tabela 8 — p-valor medido para o produto da sensibilidade pela especificidade global de
cada algoritmo na base de dados Ionosphere.

desempenhos diferentes.

bad good

mDPSO  0.5081 (0.0406)  0.8340 (0.0208)
J48 0.7752 (0.0229)  0.7752 (0.0229)
SMO 0.6988 (0.0132)  0.6988 (0.0132)

RBF 0.8451 (0.0145) 0.8451 (0.0145)

Tabela 9 — Desempenho de cada algoritmo usando o produto da sensibilidade pela espe-
cificidade em cada classe na base lonosphere global.

Para o conjunto de bases analisadas neste trabalho, a base Unbalanced caracteriza-
se como a mais desabalanceada. E novamente, tal como ocorre na base DGA 2, o mDPSO
apresentou resultados superiores em relagao aos demais algoritmos. Possivelmente, o de-
sempenho ruim destes algoritmos deve-se ao fato do alto grau de desbalanceamento deste
base de dados, uma vez que mostram que eles nao foram capazes de identificar as duas

classes da base, sendo penalizados quando avaliado o produto da sensibilidade pela espe-
cificidade.

Na Tabela 10 é apresentada a relacao entre os pares de algoritmos de acordo com
o p-valor obtido para a base Unbalanced. Os dados mostram que os resultados do mDPSO

nao possuem nenhuma similaridade com os dos outros trés algoritmos.

Por fim, a Figura 16 mostra o gréfico de desempenho dos algoritmos para a base
Wine, segundo os valores obtidos para a métrica sensibilidade x especificidade global.
A figura ilustra o bom desempenho dos algoritmos SMO e RBF frente aos outros dois
(mDPSO e J48).

Além disso, ao avaliar os pares de algoritmos segundo o p-valor computado para a
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Figura 15 — Desempenho de cada algoritmo na base de dados Unbalanced utilizando a
métrica sensibilidade x especificidade global.

mDPSO J48 SMO RBF

mDPSO - 0.0000 0.0000 0.0000
J48 0.0000 - 1.0000 0.8599
SMO 0.0000  1.0000 - 0.8599

RBF 0.0000  0.8599 0.8599 -

Tabela 10 — p-valor medido para o produto da sensibilidade pela especificidade global de
cada algoritmo na base de dados Unbalanced.

base Wine, conforme descrito na Tabela 11, verifica-se que nao houveram diferencas es-
tatisticas significativa entre os algoritmos SMO e o RBF. Novamente, o J48 apresentou o
pior desempenho. Para esta base, o mDPSO obteve desempenho considerado intermedia-

rio, com diferencas estatisticas de desempenho entre os demais algoritmos implementados
pelo WEKA.

Mais uma vez, motivado pelo desempenho ruim do mDPSO na base Wine, investigou-
se o desempenho dos algoritmos para cada classe desta base. Os resultados obtidos sao
exibidos na Tabela 12. Um aspecto que chama a atencao em relagdo a base Wine ¢é
que o mDPSO apresenta um desempenho ruim por classe, especialmente para a classe
B, na qual apresentou o pior desempenho entre os algoritmos analisados, influenciando

negativamente no desempenho do mDPSO.

Finalmente, na Tabela 13 é apresentada a média (desvio padrao) das 50 execugoes
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Figura 16 — Desempenho de cada algoritmo na base de dados Wine utilizando a métrica
sensibilidade x especificidade global.

mDPSO J48 SMO RBF

mDPSO - 0.0617 0.0000 0.0000
J48 0.0617 - 0.0000 0.0000
SMO 0.0000  0.0000 - 0.4286

RBF 0.0000  0.0000 0.4286 -

Tabela 11 — p-valor medido para o produto da sensibilidade x especificidade global de
cada algoritmo na base de dados Wine.

Classe A Classe B Classe C

mDPSO  0.9487 (0.0190)  0.8178 (0.0357)  0.9426 (0.0229)
J48 0.9255 (0.0223)  0.8662 (0.0228)  0.8825 (0.0254)
SMO 0.9937 (0.0091) 0.9580 (0.0155)  0.9787 (0.0109)

RBF 0.9643 (0.0142) 0.9664 (0.0164) 0.9889 (0.0131)

Tabela 12 — Desempenho dos algoritmos segundo a métrica sensibilidade x especificidade
para cada classe da base Wine.

do produto da sensibilidade pela especificidade global dos 05 (cinco) algoritmos para as 07
(sete) bases de dados analisadas neste trabalho. Observa-se que apesar do desempenho
ruim nas bases Ionosphere e Wine, o mDPSO conseguiu resultados considerados bons

nas demais bases de dados. Particularmente, para as bases de dados Diabetes, DGA 1 e
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Unbalanced, em que apresentou os melhores indicadores de desempenho. Além do mais,
apesar do bom desempenho do algoritmo PG na base DGA 2, o desvio padrao calculado
para este algoritmo é superior (aproximadamente 435%) ao desvio computado para o
mDPSO, o que mostra o bom desempenho deste algoritmo para esta base. Para facilitar

a compreensao dos dados da tabela, negritou-se os melhores resultados obtidos para cada

base de dados.

Diabe. DGA 1 DGA 2 Hepat. Ionos. Unbal. ‘Wine
mDPSO 0.5159 (0.0054) 0.6095 (0.0121) 0.4935 (0.0304) 0.5275 (0.0336) 0.6710 (0.0230) 0.5171 (0.0591) 0.9030 (0.0151)
J48 0.4873 (0.0198) 0.5471 (0.0237) 0.2240 (0.0402) 0.2106 (0.0501) 0.7752 (0.0229) 0.0000 (0.0000) 0.8914 (0.0180)
SMO 0.4825 (0.0058) 0.6010 (0.0104) 0.0000 (0.0000) 0.5107 (0.0423) 0.6988 (0.0132) 0.0000 (0.0000) 0.9768 (0.0092)
RBF 0.4613 (0.0160) 0.5390 (0.0194) 0.2182 (0.0491) 0.5564 (0.0356) 0.8451 (0.0145) 0.0049 (0.0204) 0.9732 (0.0124)
PG* - 0.5725 (0.1139) 0.5409 (0.1325) 0.5053 (0.2746) - - 0.9634 (0.0422)

Tabela 13 — Desempenho de cada algoritmo segundo o produto da sensibilidade pela es-
pecificidade global para cada base de dados.

A Tabela 14 apresenta o ranking de desempenho dos 04 (quatro) algoritmos para
cada base de dados, de acordo estratégia similar a utilizada no trabalho de Pereira (2012).
Ao analisar os resultados exibidos na Tabela 14, observa-se o desempenho considerado
satisfatério do algoritmo mDPSO para classificagdo de dados nas varias bases de dados
selecionadas. Em resumo, o mDPSO obteve o melhor desempenho em 04 (quatro) das
07 (sete) bases avaliadas (Diabetes, DGA 1, DGA 2 e Unbalanced). Para a base de dados
DGA 10 mDPSO obteve desempenho similar ao algoritmo SMO e superior aos algoritmos
J48 e o RBF. Atenta-se também para o desempenho considerado ruim apresentado pelo
algoritmo J48 que nao conseguiu se sobressair em nenhuma das bases de dados analisadas,

geralmente ocupando posi¢oes intermediarias.

Diabe. DGA 1 DGA 2 Hepat. Ionos. Unbal. Wine

mDPSO A A B D A B
J48 B B B C B B C
SMO B A C B C B A
RBF C B B A A B A

Tabela 14 — Ranking de desempenho de cada algoritmo.
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Cabe ressaltar que apesar de constar desempenho do algoritmo PG para algumas

bases de dados nao foi possivel analisd-lo para inclusao no ranking de desempenho.

Assim, de maneira geral, foi possivel observar que o mDPSO apresentou resultados
considerados positivos, mostrando-se competitivo quando comparado a outros métodos
classicos encontrados na literatura especializada, sendo importante destacar também o
bom desempenho obtido pelo mesmo em relacao as bases de dados desbalanceadas quando

comparado aos demais métodos analisados implementados pelo WEKA.

4.4 Conclusao

Neste capitulo foram apresentados os resultados obtidos na comparagao do al-
goritmo mDPSO com 03 (trés) algoritmos classicos (Arvore de Decisdo, RBF e SVM)

implementados pelo WEKA em 07 (sete) bases de dados previamente selecionadas.

Os experimentos mostraram um desempenho satisfatério do algoritmo mDPSO
frente aos outros 03 algoritmos avaliados neste trabalho. Os resultados revelam que o
mDPSO se mostrou promissor, principalmente ao se analisar o seu desempenho em bases
de dados desbalanceadas. Em relacao as demais bases de dados, mostrou-se competitivo
com resultados compardveis com a Arvore de Decisdo, RBF e SVM implementadas pelo

WEKA em vérias bases de dados analisadas no decorrer dos experimentos analisados.
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5 Consideracoes finais

A classificacao de dados é um problema importante dentro da area de mineragao
de dados. Neste contexto, o presente trabalho teve por objetivo propor uma abordagem

multiobjetivo baseada em PSO para classificacao de dados por meio de extracao de regras.

Denominado de mDPSO, o algoritmo foi comparada com trés métodos classi-
cos, reconhecidos na literatura e implementados pela ferramenta de mineragao de dados

WEKA, em 07 (sete) bases de dados selecionadas para testes.

A partir dos resultados obtidos, observou-se que o mDPSO se mostrou compe-
titivo, com desempenho considerado promissor, principalmente em bases de dados des-
balanceadas, como apresentado durante a analise dos experimentos desenvolvidos neste
trabalho.

O algoritmo proposto implementou as seguinte funcionalidades: geracao da popu-
lacao inicial; um mecanismo de busca local Pareto, adaptado do NPI, para refinamento
das solugoes encontradas e operadores de recombinagao e mutacao especificos ao pro-
blema de classificacdo de dados estudado. Entretanto, percebe-se que alguns pontos do
mDPSO ainda requerem maior estudo, visto que certas funcionalidades foram desenvolvi-
das por meio de testes e experimentacoes, como por exemplo, as taxas de probabilidades
atribuidas a cada operador relacional utilizadas durante a geracao da populacao inicial e

durante a operacao de mutacdo em um operador na regra da particula.

Outro aspecto em relagdo ao mDPSO que é imporante mencionar, refere-se ao fato
de que a versao atual do algoritmo manipula apenas atributos que armazenam valores
convencionais (nimericos), sendo necessaria a realizacao de tarefas de pré-processamento
para a utilizagao de atributos textuais ou mesmo de atributos nao-convencionais (geogra-
ficos). Para o futuro é esperado estender tais funcionalidades, especialmente para que o
mDPSO possa manipular dados geograficos, similar ao trabalho realizado por Pereira et
al. (2014).

De maneira geral, é possivel notar que o mDPSO obteve resultados considerados
positivos, devido ao seu desempenho considerado satisfatorio quando comparados aos al-
goritmos estudados neste trabalho e implementados pelo WEKA. E importante também
destacar a capacidade do algoritmo proposto em lidar com bases de dados desbalanceadas,
visto que boa parte dos problemas encontrados hoje possuem algum grau de desbalance-
amento. Logo, o presente trabalho se torna relevante neste sentido, nao somente do ponto

de vista cientifico, como também do ponto de vista pratico.
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5.1 Trabalhos Futuros

Como trabalhos futuros, pode-se citar:

e Aprimorar o mecanismo de busca local Pareto do mDPSO visando refinar a quali-
dade das solugoes encontradas pelo algoritmo. A motivagao para este fato se deve
a0 baixo desempenho apresentado pelo mDPSO durante a classificacao de dados em
algumas bases de dados analisadas quando comparados aos algoritmos do WEKA

explorados neste trabalho;

e E esperado estender o mDPSO para classificacdo de dados hibridos (banco de dados
geograficos), uma vez que sao poucos os trabalhos referentes a classificagao de dados
nao-convencionais encontrados na literatura. Acredita-se que o algoritmo poderia

incluir tal funcionaliade sem grandes alteragoes em sua implementacao atual;

e Outro aspecto importante seria estender o mDPSO para as trés variantes propostas
por Pereira et al. (2014) para comparagao com trés algoritmos (Arvore de Decisao,
RBF e SVM) implementados pelo WEKA em seu trabalho. O mDPSO implementa o
mecanismo One rule matching a fim de classificar o conjunto de testes. Deste modo,
um comparativo geral entre os trés mecanismos (One rule matching, Counting of
matching rules e Weighted count of matching rules) poderia fornecer um melhor

comparativo entre o mDPSO e as abordagens analisadas;

e Uma investigacao de desempenho do mDPSO com outras bases de dados também
seria relevante. Além do mais, outros métodos de classificacao de dados reconhecidos

na literatura poderiam ser também utilizados para comparacao com o mDPSO.
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